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​​RESUMO 

A adulteração do mel é uma preocupação crescente na indústria alimentícia, pois afeta a 

autenticidade do produto, a confiança do consumidor e a conformidade regulatória. Métodos 

convencionais de detecção, como cromatografia e espectrometria de massas, embora eficazes, 

são frequentemente caros e exigem equipamentos especializados, tornando-se impraticáveis 

para análises de rotina. Para obter os dados espectrais, a preparação das amostras envolveu 

apenas a diluição em água, eliminando a necessidade de extração complexa ou modificações 

químicas. Nesse contexto, a espectroscopia UV-Vis combinada com técnicas quimiométricas 

oferece uma alternativa rápida, acessível e ecologicamente sustentável para a autenticação do 

mel. Com a aplicação da suavização de primeira derivada de Savitzky-Golay aos espectros e a 

seleção de intervalos pelo SPA, o algoritmo iSPA-PLS-DA (Partial Least Squares - 

Discriminant Analysis) classificou corretamente todas as amostras de teste (ou seja, 100% de 

sensibilidade, especificidade e acurácia), selecionando 5 de 15 intervalos espectrais. Além 

disso, a quantificação da adulteração no mel usando o algoritmo iSPA-PLS obteve os menores 

valores de erro relativo de predição (REP) e limite de detecção (LOD), correspondendo a 

apenas 5,89% e 7,02 mg g⁻¹, respectivamente, selecionando 10 de 20 intervalos. A seleção de 

intervalos espectrais específicos pelo SPA reduziu a redundância de dados e aprimorou a 

robustez dos modelos, melhorando o desempenho da classificação e quantificação. Pesquisas 

futuras devem explorar a expansão desse método para incluir outros adulterantes, diferentes 

variedades de mel e sistemas analíticos portáteis para aumentar sua aplicabilidade. Em 

conclusão, a integração da espectroscopia UV-Vis com modelagem quimiométrica baseada 

em SPA apresenta uma ferramenta poderosa para a autenticação do mel. Este estudo 

demonstra a eficácia da abordagem proposta na identificação e quantificação precisa da 

adulteração, oferecendo uma solução prática para o controle da qualidade e a conformidade 

regulatória. Ao combinar eficiência analítica, sustentabilidade ambiental e viabilidade 

econômica, esse método representa um avanço significativo no combate à fraude alimentar, 

reforçando a importância da inovação científica na garantia da autenticidade do mel. 

Palavras-Chave: Apis mellifera; fraude alimentar; autenticidade alimentar; análise 

multivariada. 

 

 

 



 
 

​​ABSTRACT 

​​ 

​​Honey adulteration is a growing concern in the food industry as it affects product authenticity, 

consumer trust, and regulatory compliance. Conventional detection methods, such as 

chromatography and mass spectrometry, while effective, are often expensive and require 

specialized equipment, making them impractical for routine analysis. To obtain the spectral 

data, sample preparation involved only dilution in water, eliminating the need for complex 

extraction or chemical modifications. In this context, UV-Vis spectroscopy combined with 

chemometric techniques offers a rapid, accessible, and environmentally sustainable alternative 

for honey authentication. With the application of Savitzky-Golay first-derivative smoothing to 

the spectra and interval selection by SPA (Successive Projections Algorithm), the 

iSPA-PLS-DA (Partial Least Squares - Discriminant Analysis) algorithm correctly classified 

all test samples (i.e., 100% sensitivity, specificity, and accuracy), selecting 5 out of 15 spectral 

intervals. Furthermore, the quantification of honey adulteration using the iSPA-PLS algorithm 

yielded the lowest values for relative prediction error (REP) and limit of detection (LOD), 

corresponding to just 5.89% and 7.02 mg g⁻¹, respectively, by selecting 10 out of 20 intervals. 

The selection of specific spectral intervals by SPA reduced data redundancy and enhanced 

model robustness, improving classification and quantification performance. Future research 

should explore expanding this method to include other adulterants, different honey varieties, 

and portable analytical systems to increase its applicability. In conclusion, the integration of 

UV-Vis spectroscopy with SPA-based chemometric modeling presents a powerful tool for 

honey authentication. This study demonstrates the effectiveness of the proposed approach in 

accurately identifying and quantifying adulteration, offering a practical solution for quality 

control and regulatory compliance. By combining analytical efficiency, environmental 

sustainability, and economic viability, this method represents a significant advancement in 

combating food fraud, reinforcing the importance of scientific innovation in ensuring honey 

authenticity. 

Keywords: Apis mellifera; food fraud; food authenticity; multivariate analysis. 
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1 INTRODUÇÃO 

 

1.1 Caracterização da problemática 

 

A produção de mel enfrenta diversos desafios ao longo da cadeia produtiva, sendo a 

garantia da autenticidade um dos principais entraves. A adulteração do mel, prática recorrente 

e amplamente disseminada em escala global, representa uma séria ameaça à qualidade do 

produto, à segurança alimentar e à competitividade no mercado (Codex Alimentarius, 2022). 

Esse problema afeta não apenas os consumidores, mas também compromete a credibilidade 

dos produtores legítimos e limita o crescimento sustentável da indústria apícola. 

As abordagens analíticas convencionais, predominantemente baseadas em métodos 

físico-químicos clássicos, vêm se mostrando insuficientes para acompanhar a sofisticação 

crescente dos processos de adulteração do mel. Adulterantes, como xaropes (de milho com 

alto teor de frutose, de milho, de maltose, de sacarose e de arroz), melaço de cana-de-açúcar e 

outros, imitam a composição do mel, tornando sua identificação mais complexa. Portanto, os 

avanços contínuos nas metodologias analíticas são essenciais para a verificação da 

autenticidade do mel (Zhang et al., 2023). 

O uso de padrões técnicos específicos para o mel como referência na identificação de 

práticas de adulteração é uma abordagem comum. Para avaliar a autenticidade do mel a fim 

de garantir sua autenticidade, o Codex Alimentarius recomenda a determinação do perfil de 

açúcares por meio de um método de separação por cromatografia líquida (método AOAC 

977.20) e a detecção de açúcares de plantas C4 utilizando um padrão interno para análise da 

razão isotópica de carbono estável (SCIRA) (método AOAC 991.41) (Codex Alimentarius, 

2022). 

Além disso, a Comissão Europeia estabelece o uso das técnicas de Espectrometria de 

Massa de Razão Isotópica por Analisador Elementar/Cromatografia Líquida (EA/LC-IRMS), 

Cromatografia de Troca Aniônica de Alto Desempenho com Detector Amperométrico 

Pulsado (HPAEC-PAD), Cromatografia Líquida com Espectrometria de Massas de Alta 

Resolução (LC-HRMS) e Espectroscopia por Ressonância Magnética Nuclear de Próton 

(1H-NMR) para a detecção de méis suspeitos de conter xarope de açúcar adicionado 

(Zdiniaková et al., 2023). Entretanto, tais métodos, embora altamente sensíveis, são 

considerados impraticáveis para aplicação como rotina laboratorial em controle analítico, 

devido à sua complexidade, custo elevado e demanda por infraestrutura especializada. 
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No Brasil, a legislação estabelece apenas limites para diversos parâmetros 

físico-químicos, como açúcares redutores, umidade, sacarose aparente, sólidos insolúveis em 

água, cinzas, acidez, atividade diastásica e hidroximetilfurfural, como critérios de qualidade 

para consumo humano e comercialização (Brasil, 2000). No entanto, não há legislação 

específica nem bases de dados disponíveis para avaliar a qualidade do mel em relação a 

fraudes e/ou adulterações, mesmo que tais práticas possam modificar os parâmetros 

físico-químicos estabelecidos. 

Diversas técnicas analíticas têm sido desenvolvidas recentemente com o objetivo de 

detectar a adulteração do mel com açúcares adicionados, prática que compromete sua 

autenticidade e valor comercial. Entre os métodos mais empregados destacam-se a 

cromatografia líquida de alta eficiência com detecção no ultravioleta (HPLC-UV, do inglês 

High Performance Liquid Chromatography with Ultraviolet Detection) (Egido et al., 2024), a 

cromatografia líquida acoplada à espectrometria de massas de alta resolução (LC-HRMS, do 

inglês Liquid Chromatography - High Resolution Mass Spectrometry) (Martinello et al., 2022) 

e a espectroscopia por ressonância magnética nuclear (RMN, do inglês Nuclear Magnetic 

Resonance) (Cagliani, Maestri e Consonni, 2022). Além dessas, outras abordagens têm sido 

aplicadas com êxito, como a calorimetria exploratória diferencial (DSC, do inglês Differential 

Scanning Calorimetry) (Dranca et al., 2022), a espectroscopia Raman (Robert et al., 2023), a 

espectroscopia no infravermelho médio (MIR, do inglês Mid Infrared) (Ciurs̆a et al., 2021), a 

espectroscopia no visível e infravermelho próximo (Vis-NIR, do inglês Visible - Near 

Infrared) (Aliano-González et al., 2019), a espectroscopia de fluorescência (Yan et al., 2022) e 

a espectroscopia no ultravioleta-visível (UV-Vis, do inglês Ultraviolet–Visible) (Razavi e 

Kenari, 2023; Dimakopoulou-Papazoglou et al., 2023; Mitra et al., 2023; Nunes et al., 2024; 

Souza et al., 2021). Essas técnicas têm demonstrado grande potencial na identificação de 

adulterantes, mesmo em concentrações reduzidas, sendo que os métodos cromatográficos de 

alta resolução, a espectroscopia RMN, a DSC e a espectroscopia Raman se destacam por sua 

robustez analítica e elevada confiabilidade. 

No entanto, essas metodologias apresentam desvantagens significativas, como altos 

custos operacionais devido à instrumentação cara, exigências rigorosas de manutenção e 

procedimentos complexos de preparação de amostras, que frequentemente envolvem o uso de 

solventes e reagentes. 

Para superar esses desafios, técnicas alternativas, como as espectroscopias no 

infravermelho médio (MIR), visível-infravermelho próximo (Vis-NIR), fluorescência e 

ultravioleta-visível (UV-Vis), têm ganhado destaque por sua acessibilidade relativa, 
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confiabilidade e, em alguns casos, por serem métodos não destrutivos. Essas abordagens são, 

em geral, mais econômicas e acessíveis. No entanto, os instrumentos convencionais de 

bancada utilizados para MIR, NIR e fluorescência tendem a ser mais onerosos do que os 

espectrofotômetros UV-Vis. Além disso, as técnicas de MIR e NIR frequentemente exigem 

rigoroso controle das condições ambientais, como umidade e temperatura. Especificamente na 

espectroscopia MIR, pode ser necessário realizar etapas adicionais de preparo das amostras, 

como a confecção de pastilhas com brometo de potássio (KBr) utilizando reagentes de grau 

espectroscópico, exceto quando se emprega a técnica de Reflexão Total Atenuada (ATR, do 

inglês, Attenuated Total Reflectance), a qual, embora simplifique o preparo, pode elevar os 

custos e restringir o acesso em laboratórios com recursos limitados. 

Por outro lado, a espectroscopia UV-Vis é a mais econômica entre essas técnicas, 

exigindo infraestrutura mínima e preparação simplificada das amostras. Sua relação 

custo-benefício a torna particularmente adequada para análises rotineiras em ambientes com 

recursos limitados (Razavi; Kenari, 2023; Dimakopoulou-Papazoglou et al., 2023; Mitra et 

al., 2023; Nunes et al., 2024; Souza et al., 2021).  

Essa técnica fornece informações químicas valiosas ao detectar propriedades 

estruturais específicas ou grupos funcionais, com base em variações nas posições, 

intensidades e formatos das bandas espectrais. Duas abordagens principais têm ampliado a 

aplicabilidade da espectroscopia UV-Vis:  

(1) métodos colorimétricos para quantificação de analitos, que exigem alta seletividade 

devido à natureza ampla e desafiadora dos espectros UV-Vis, e  

(2) abordagens não direcionadas de impressão digital (fingerprinting) combinadas com 

análises quimiométricas. Esta última tem se mostrado particularmente eficaz para a avaliação 

da autenticidade, pois captura respostas instrumentais abrangentes sem a necessidade de 

conhecimento prévio sobre os componentes da amostra. A metodologia envolve protocolos 

simples de preparação de amostras, preservando a integridade química do analito durante o 

pré-tratamento (Egido et al., 2024; Ríos-Reina; Azcarate, 2023). 

Em um estudo anterior, dados espectrais UV-Vis foram empregados para autenticar o 

mel e detectar adulteração com xaropes de açúcar utilizando classificadores de uma classe 

(OCC, do inglês One Class Classification), especificamente Modelagem Independente e 

Flexível por Analogia de Classe Direcionada aos Dados (DD-SIMCA, do inglês Data-Driven 

Soft Independent Modeling of Class Analogy) e Mínimos Quadrados Parciais de Uma Classe 

(OC-PLS, do inglês One-Class Partial Least Squares). Esses classificadores são 

particularmente adequados para autenticar amostras de alimentos "puros/não adulterados" 
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(classe-alvo), sem necessidade de dados quantitativos ou qualitativos sobre outras classes para 

a construção do modelo. Nessa abordagem, apenas a classe-alvo é modelada, e o desempenho 

preditivo do modelo é avaliado contra todas as outras amostras disponíveis, 

independentemente do tipo ou concentração do adulterante. No entanto, essa metodologia não 

permite a identificação do adulterante específico ou de sua concentração na amostra (Souza; 

Fernandes; Diniz, 2021). 

A identificação da natureza do adulterante é particularmente importante quando, além 

da perda econômica, pode haver riscos à saúde. No caso do mel e de seus adulterantes mais 

comuns, o índice glicêmico (IG) varia significativamente, influenciando os níveis de glicose 

no sangue e os riscos associados à saúde. O mel apresenta um IG moderado, variando entre 50 

e 70, dependendo de sua origem floral. Apesar de suas propriedades antioxidantes, pode 

induzir picos glicêmicos, especialmente quando consumido em grandes quantidades, exigindo 

cautela para indivíduos diabéticos. O xarope de agave, com IG baixo (15–30), deve essa 

característica ao seu alto teor de frutose, que, embora metabolizado lentamente, pode 

sobrecarregar o fígado e aumentar o risco de doenças metabólicas e cardiovasculares quando 

consumido em excesso. O xarope de milho com alto teor de frutose (HFCS, do inglês 

High-Fructose Corn Syrup), com IG entre 55 e 75, é amplamente utilizado em alimentos 

processados e está associado a um maior risco de obesidade, diabete tipo 2 e doenças 

cardiovasculares devido ao seu alto teor de frutose. O melaço de cana-de-açúcar, com um IG 

moderado de aproximadamente 55, contém nutrientes como ferro, cálcio e magnésio, mas 

pode ainda causar picos glicêmicos, contribuindo para o ganho de peso, cáries dentárias e um 

risco elevado de diabete se consumido em excesso. Portanto, a moderação no consumo desses 

adoçantes é essencial (Fakhlaei et al., 2020; Clemens et al., 2016; Edwards et al., 2016; 

Castro-Munoz et al., 2022; Livesey et al., 2008). 

Este estudo tem como objetivo desenvolver um método analítico sustentável, com base 

nos princípios da química verde, utilizando espectroscopia UV-Vis e ferramentas 

quimiométricas para a discriminação e quantificação da adulteração do mel com xaropes de 

milho e agave. Para isso, os métodos de Mínimos Quadrados Parciais para análise quantitativa 

(PLS, do inglês Partial Least Squares) e para análise discriminante (PLS-DA, do inglês 

Partial Least Squares Discriminant Analysis) serão comparados com modelos baseados em 

seleção de variáveis utilizando o Algoritmo de Projeções Sucessivas (SPA, do inglês 

Successive Projections Algorithm). A seleção de variáveis individuais será realizada por SPA 

em Regressão Linear Múltipla (SPA-MLR, do inglês Successive Projections Algorithm with 

Multiple Linear Regression) e Análise Discriminante Linear (SPA-LDA, do inglês Successive 
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Projections Algorithm with Linear Discriminant Analysis), enquanto a seleção de intervalos 

de comprimento de onda será feita pelos algoritmos das Projeções Sucessivas por Intervalo 

combinado com Mínimos Quadrados Parciais (iSPA-PLS, do inglês Interval Successive 

Projections Algorithm combined with Partial Least Squares) e Projeções Sucessivas por 

Intervalo combinado com Análise Discriminante por Mínimos Quadrados Parciais 

(iSPA-PLS-DA, do inglês Interval Successive Projections Algorithm combined with Partial 

Least Squares Discriminant Analysis), respectivamente (Vallese et al., 2024). 
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2 OBJETIVOS 

 

2.1 Objetivo geral 

 

●​ Desenvolver um método analítico utilizando espectroscopia UV-Vis aliada às 

ferramentas quimiométricas para discriminação e quantificação da adulteração de mel 

brasileiro com xaropes de milho e agave. 

 

2.2 Objetivos específicos 

 

●​ Aplicar e comparar os modelos de PLS e PLS-DA para a análise quantitativa e 

qualitativa do mel. 

●​ Empregar algoritmos de seleção de variáveis individuais SPA-MLR e SPA-LDA. 

●​ Utilizar iSPA-PLS e iSPA-PLS-DA para realizar análises quantitativas e 

discriminantes com foco na seleção de intervalos de comprimento de onda. 

●​ Avaliar a eficiência do método proposto na identificação de adulterantes, como xarope 

de milho e agave, no mel. 
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3 REFERENCIAL TEÓRICO 

 

3.1 O mel e sua definição 

 

O mel é um produto natural originado do néctar floral, composto principalmente por 

açúcares, predominantemente frutose e glicose, além de ácidos, vitaminas e compostos 

fenólicos. A composição específica do mel é influenciada pela origem botânica e geográfica, 

variando conforme a flora local, o que serve como uma assinatura natural que pode ser usada 

para detectar adulterações que alteram essa composição característica (Codex Alimentarius, 

2022). 

 

3.2 Composição química do mel 

 

O mel é um produto natural complexo, produzido pelas abelhas a partir do néctar das 

flores, amplamente utilizado tanto como alimento quanto para fins medicinais, devido à sua 

composição rica e variada. Os principais componentes são os açúcares, principalmente glicose 

e frutose, sendo a glicose predominante, o que influencia sua tendência à cristalização (Da 

Silva et al., 2016; Sohaimy; Masry; Shehata, 2015). Além disso, ácidos orgânicos, como o 

ácido glucônico, contribuem para a acidez, o sabor e a estabilidade do mel (Da Silva et al., 

2016). 

Além disso, este alimento apícola é uma fonte de proteínas e aminoácidos, incluindo 

enzimas como invertase, diastase e glucose oxidase, que são indispensáveis para suas 

propriedades biológicas e na preservação do produto. Vitaminas, como a vitamina C e as do 

complexo B, juntamente com minerais essenciais como potássio, cálcio, magnésio e fósforo, 

mesmo em pequenas quantidades, desempenham um papel fundamental na manutenção da 

saúde humana. Compostos fenólicos e voláteis também estão presentes e são responsáveis 

pelas propriedades antioxidantes, aroma e sabor únicos do mel (Da Silva et al., 2016; 

De-Mello et al., 2018). 

Quanto às propriedades físico-químicas, de acordo com a Instrução Normativa nº 11, 

de 20 de outubro de 2000, do Ministério da Agricultura, Pecuária e Abastecimento (MAPA), o 

teor de umidade do mel deve ser de, no máximo, 20% (Brasil, 2000). No entanto, padrões 

internacionais, como o Codex Alimentarius (2022), recomendam um teor inferior a 18% para 

garantir a qualidade e prevenir a fermentação. Além disso, pesquisas indicam que a umidade 



 
 

24 

do mel geralmente varia entre 14% e 18%, sendo um fator determinante para sua conservação 

e menor tendência à fermentação (Sohaimy; Masry; Shehata, 2015; De-Melo et al., 2018). 

Para sua conservação e estabilidade, a acidez e o pH do mel são primordiais na 

inibição do crescimento de microrganismos (Sohaimy, Masry & Shehata, 2015). A Empresa 

Brasileira de Pesquisa Agropecuária (EMBRAPA, 2011) indica que o pH desse produto 

geralmente varia entre 3,2 e 4,5, o que cria um ambiente desfavorável à proliferação de 

bactérias e fungos. 

Enquanto isso, a condutividade elétrica é um indicador útil para determinar a origem 

floral e mineral do mel, auxiliando na sua caracterização (Sohaimy; Masry; Shehata, 2015; 

De-Melo et al., 2018). Já o teor de cinzas reflete a presença de minerais e pode variar 

conforme a origem geográfica e botânica do produto (Sohaimy; Masry; Shehata, 2015). 

 

3.3 Colheita, processamento e armazenamento 

 

A produção de mel envolve várias etapas críticas, desde a colheita até o 

armazenamento, que podem influenciar significativamente a qualidade final do produto. Esse 

processo é impactado diretamente pelas práticas adotadas, que variam entre métodos 

tradicionais e modernos, influenciando características como cor, sabor e estabilidade 

microbiológica. Os métodos de colheita do mel ilustram bem essa diferença. 

Tradicionalmente, utiliza-se fogo e fumaça para afastar as abelhas, o que, embora eficaz, pode 

introduzir contaminantes como cinzas e reduzir a qualidade do mel. Além disso, tais práticas 

podem comprometer atributos sensoriais e microbiológicos do produto. Em contrapartida, os 

métodos modernos empregam fumaça de forma controlada, utilizando aparelhos 

especializados, como fumos ou defumadores, que liberam a fumaça de maneira mais precisa e 

em concentrações baixas. Isso reduz significativamente a exposição das abelhas ao estresse e 

evita a introdução de contaminantes, como cinzas, no mel, preservando as características 

desejáveis do produto, como a pureza e o sabor (Abdimahad et al., 2023). 

Após a colheita, o mel passa por processos naturais e técnicos essenciais para sua 

estabilização e qualidade final. Durante a maturação, as abelhas reduzem o teor de água do 

néctar e adicionam enzimas, como a invertase, que transformam o néctar em um produto 

estável e com propriedades únicas (Eyer; Neumann; Dietemann, 2016). Em relação à 

qualidade, segundo o Codex Alimentarius (2022), o teor de hidroximetilfurfural (HMF) no 

mel não deve ultrapassar 40 mg/kg para preservar sua autenticidade. O processamento 

técnico, entretanto, exige atenção. Embora o aquecimento adequado evite a cristalização 
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durante o armazenamento, temperaturas elevadas podem degradar enzimas e aumentar os 

níveis de HMF, prejudicando a qualidade. Já a filtragem, apesar de eliminar partículas, pode 

reduzir a capacidade antioxidante do mel, dependendo de sua origem (Wang; Gheldof; 

Engesath, 2006). 

O armazenamento é outra etapa crucial para preservar as propriedades do mel. 

Condições controladas, como temperaturas frias e constantes, são fundamentais para manter 

sua qualidade, assim como o uso de recipientes adequados. Recipientes de vidro são 

preferíveis a plásticos e metais, que podem alterar parâmetros como umidade e acidez (Radtke 

& Lichtenberg-Kraag, 2018).  

Nesse sentido, o Codex Alimentarius (2022) recomenda que o mel seja armazenado 

em recipientes herméticos e em locais frescos para evitar fermentação e degradação da 

qualidade. Apesar dessas diretrizes, em algumas partes do mundo, como certas regiões da 

Etiópia, ainda são comuns práticas tradicionais de armazenamento, como o uso de sacos 

plásticos e potes de barro. Essas práticas, embora culturais, são inadequadas e podem 

comprometer a qualidade do produto. Programas de treinamento e conscientização nessas 

áreas são essenciais para melhorar as práticas de armazenamento e garantir resultados 

satisfatórios (Abdimahad et al., 2023). 

 

3.4 Legislação 

 

A legislação e os padrões de qualidade do mel são essenciais para garantir a 

autenticidade e segurança do produto, além de facilitar o comércio nacional e internacional. O 

Codex Alimentarius e as regulamentações da União Europeia estabelecem critérios 

específicos – como teor de umidade, índice de diástase, condutividade elétrica, conteúdo de 

açúcares e hidroximetilfurfural – que são decisivos para determinar a qualidade do mel. 

Contudo, existem diferenças significativas entre as normas da União Europeia e os padrões 

revisados do Codex, especialmente em relação à definição do mel e à declaração do país de 

origem. A harmonização desses critérios é necessária para melhorar o comércio internacional 

e garantir a uniformidade desses padrões (Adamchuk et al., 2020). Inclusive, a rotulagem do 

mel desempenha um papel vital para informar os consumidores sobre sua origem e qualidade. 

As regulamentações de rotulagem exigem a inclusão de informações sobre a origem 

geográfica e botânica do mel, além de assegurar a conformidade com os padrões de qualidade 

estabelecidos. Isso é primordial para evitar fraudes e garantir que os consumidores recebam 

um produto autêntico e de qualidade, cumprindo as exigências dos mercados nacionais e 
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internacionais (Mădaş et al., 2020). Além das diretrizes internacionais, a Instrução Normativa 

nº 11, de 20 de outubro de 2000, do MAPA, também possui importância capital na 

regulamentação da qualidade do mel no Brasil. Essa normativa define os padrões de 

identidade e qualidade para o mel produzido e comercializado no país, especificando 

características como o teor de acidez, a presença de açúcares e a ausência de aditivos, 

garantindo a pureza do produto (Brasil, 2000). A conformidade com essas regulamentações 

nacionais e internacionais facilita o comércio, minimiza as adulterações e contribui para o 

desenvolvimento do setor apícola. 

 

3.5 Métodos de análise em adulteração em mel 

 

3.5.1 Adulteração com xaropes de milho 

 

A adulteração do mel com xaropes de milho pode ser detectada por diversos métodos 

analíticos. Abordagens mais antigas, como a análise de matéria seca e viscosidade, já foram 

empregadas para detectar a adulteração com xarope de milho, identificando adulterações com 

níveis significativos (Abdel-Aal et al., 1993). Mais tarde, a cromatografia de troca aniônica de 

alta eficiência (HPAEC-PAD, do inglês High-Performance Anion-Exchange Chromatography 

with Pulsed Amperometric Detection) mostrou-se eficaz na quantificação da adulteração com 

xaropes de açúcar e na detecção de fraudes no mel (Cordella et al., 2003). 

A cromatografia gasosa acoplada à espectrometria de massas (GC-MS) também 

avançou, revelando a presença de anidridos de difrutose (DFAs, do inglês Difructose 

Anhydrides) em xaropes de açúcar, como o HFCS, funcionando como marcadores confiáveis 

para adulteração (Ruiz-Matute et al., 2007). 

Métodos avançados como a ressonância magnética nuclear (RMN), tanto 

unidimensional quanto bidimensional, têm sido utilizados para detectar adulteração de mel 

com xarope de milho, oferecendo resultados com alta capacidade preditiva (Bertelli et al., 

2010). 

Mais recentemente, a análise isotópica de carbono (¹³C/¹²C) tem se mostrado altamente 

eficaz na detecção de adulterações. Ela é particularmente útil com xaropes de plantas C4, 

como o xarope de milho rico em frutose (HFCS), que apresenta variações isotópicas distintas 

que permitem sua identificação. Já a adulteração com xaropes provenientes de plantas C3, 

como o açúcar de beterraba, não altera de forma detectável a razão isotópica de carbono 

(Tosun, 2013). A espectroscopia UV-Vis também tem sido aplicada com sucesso, utilizando 
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classificadores de uma classe para identificar a presença de xaropes de milho e outros 

açúcares adulterantes (Souza; Fernandes; Diniz, 2021). 

 

3.5.2 Adulteração com xaropes de agave 

 

O xarope de agave é outro agente utilizado na adulteração de mel, e sua detecção tem 

sido alvo de estudos recentes. A espectroscopia UV-Vis, juntamente com classificadores de 

uma classe, tem se mostrado eficaz na autenticação do mel, identificando a presença de 

xarope de agave (Souza; Fernandes; Diniz, 2021). Além disso, a espectroscopia de 

fluorescência tem sido apontada como uma técnica de triagem rápida e econômica para 

detectar adulteração do mel com xaropes de agave, utilizando os espectros de emissão para 

identificar essa fraude (Yan et al., 2022).  

A adulteração do mel com xarope de agave pode ser acompanhada por métodos como 

a cromatografia e outras técnicas espectroscópicas, que permitem não só a detecção, mas 

também a quantificação precisa da quantidade de xarope de agave presente nas amostras 

adulteradas. Esses métodos avançados de análise garantem a acurácia e confiabilidade no 

processo de detecção de adulterações (Yan et al., 2022). 

 

3.6 Fundamentos da absorção molecular no ultravioleta–visível (UV-Vis) 

 

A espectrofotometria na região do ultravioleta-visível (UV-Vis) é uma técnica analítica 

fundamental, amplamente empregada na identificação e quantificação de compostos químicos 

em diversas áreas, como química, biologia e ciência dos materiais. Essa técnica baseia-se na 

interação da luz com a matéria, sendo que a absorção de radiação nas regiões do espectro 

eletromagnético compreendidas entre 190 e 800 nm, correspondentes às faixas ultravioleta e 

visível, fornece informações sobre a estrutura molecular e a concentração dos analitos 

presentes na amostra. A absorção de radiação UV-Vis é um processo quantizado, no qual as 

moléculas são excitadas de um estado de baixa energia (estado fundamental) para um estado 

de maior energia (estado excitado) (Pavia, 2015; Owen, 2000). A Figura 1 ilustra o espectro 

eletromagnético UV-Vis. 
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Figura 1 - Espectro eletromagnético UV-Vis. 

 
Fonte: Owen (2000, com adaptações).​

 

O princípio matemático que fundamenta essa técnica é a Lei de Lambert-Beer, 

expressa pela equação 1: 

A = ε.c.l                                                     ​ (1) 

Onde: 

●​ A é a absorbância (adimensional), 

●​ ε é o coeficiente de absorção molar (L·mol⁻¹·cm⁻¹), 

●​ l é o comprimento do caminho óptico da célula (cm), 

●​ c é a concentração do soluto (mol·L⁻¹). 

Essa relação linear permite a quantificação precisa de substâncias, sendo 

especialmente útil em estudos de autenticação de mel. É importante notar que a Lei de 

Beer-Lambert é rigorosamente obedecida quando uma única espécie dá origem à absorção 

observada. No entanto, podem ocorrer desvios quando há diferentes formas da molécula 

absorvente em equilíbrio, formação de complexos soluto-solvente, equilíbrio térmico entre o 

estado eletrônico fundamental e um estado excitado de baixa energia, ou presença de 

compostos fluorescentes, ou alterados por irradiação (Pavia, 2015; Owen, 2000). 

O Capítulo 10 de Pavia et al. (5ª ed., 2015) descreve os princípios da espectroscopia 

UV-Vis, que se baseia na absorção de luz por transições eletrônicas de elétrons de valência em 

sistemas com ligações pi (π) ou elétrons não ligantes (n) para estados de maior energia. As 

transições mais prováveis ocorrem do orbital molecular mais alto ocupado (HOMO) para o 

orbital molecular mais baixo desocupado (LUMO) (Pavia et al., 2015).  

Cromóforos são grupos atômicos responsáveis pela absorção. Os auxocromos, por sua 

vez, são substituintes que modificam a absorção do cromóforo, podendo alterar a intensidade 

ou o comprimento de onda. A absortividade molar (ϵ) varia de 0 a 106. Valores acima de 104 



 
 

29 

são de alta intensidade (efeito hipercrômico), e abaixo de 103 são de baixa intensidade (efeito 

hipocrômico) (Pavia et al., 2015). 

Entre os compostos com transições eletrônicas características, destacam-se os grupos 

carbonílicos, presentes em adulterantes como xaropes (por exemplo, xaropes de milho e de 

agave) ou em componentes naturais do mel, como alguns ácidos e aldeídos. Para esses 

grupos, a transição n→π* ocorre tipicamente entre 280–290 nm (baixa intensidade, ϵ ≈ 15 

L·mol⁻¹·cm⁻¹), enquanto a transição π → π* é mais intensa (ϵ ≈ 900 L·mol⁻¹·cm⁻¹), aparecendo 

por volta de 188 nm. Tais transições podem ser modificadas pela presença de grupos 

auxocromos como metila (-CH₃), hidroxila (-OH), alcoxi (-OR), halogênios (F, Cl, Br, I) e 

aminas (-NH₂ e -NR₂), que alteram a intensidade e o deslocamento do comprimento de onda 

(Pavia, 2015; Owen, 2000). Essas transições são representadas na Figura 2. 

 

Figura 2 - Representação das transições eletrônicas n → π* e π → 

π* no grupo carbonílico. 

 
Fonte: Pavia et al. (2015, com adaptações) 

 

Além disso, a conjugação de ligações duplas (presentes em alguns compostos 

fenólicos do mel, por exemplo, ou em adulterantes com estruturas insaturadas) é um fator 

crucial, pois causa um deslocamento batocrômico (para maior comprimento de onda) e 

aumenta a intensidade da absorção. Para dienos conjugados, as Regras de Woodward-Fieser 

podem ser aplicadas para prever o comprimento de onda de absorção (Pavia, 2015; Owen, 

2000).  
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3.6.1 Cores em compostos e espectros visíveis 

 

A cor observada em compostos está relacionada à absorção de luz na região visível do 

espectro eletromagnético, que se estende de aproximadamente 400 a 750 nm (Pavia, 2015). 

Quando um composto absorve radiação nessa faixa, ele não apresenta a cor correspondente ao 

comprimento de onda absorvido, mas sim a cor complementar. Isso ocorre porque, ao incidir 

luz branca sobre uma substância, parte dessa luz é absorvida e o restante é refletido ou 

transmitido ao olho humano, resultando na percepção da cor complementar àquela absorvida 

(Pavia, 2015; Owen, 2000). A Figura 3 ilustra esse fenômeno de forma clara, evidenciando a 

relação entre a luz absorvida e a cor percebida. 

 

Figura 3 - Absorbância e cores complementares.  

 
Fonte: Owen (2000, com adaptações). 

 

A coloração em compostos orgânicos está geralmente associada à presença de sistemas 

conjugados extensos de ligações π, que deslocam os espectros eletrônicos para a região 

visível, tornando o composto colorido (Pavia, 2015). 

A percepção da cor também depende de fatores como o espectro da fonte de luz, a 

estrutura da superfície do material (no caso de sólidos) e o ambiente de observação. Para 

análise quantitativa da sua cor, pode-se empregar espectrofotometria UV-Vis com softwares e 

padrões de cor, como o sistema CIE Lab (da sigla em francês Commission Internationale de 

l'Éclairage para os componentes Lightness, green-red axis e blue-yellow axis)*, os quais 

permitem medições precisas e padronizadas (Owen, 2000). 
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3.6.2 Aplicações da espectroscopia UV-VIS na análise e autenticação de mel 

 

O uso combinado de espectroscopia UV-VIS com voltametria cíclica e Análise de 

Componentes Principais (PCA) tem se mostrado eficaz na detecção de adulteração com 

xaropes de milho, agregando valor ao controle de qualidade do mel (Guellis et al., 2020). 

Estudos recentes indicam que determinados intervalos espectrais, como 280–300 nm e 

260–500 nm, são relevantes para distinguir méis puros de amostras adulteradas, possibilitando 

uma análise mais direcionada (Mitra et al., 2023). 

A integração de métodos em análises multivariadas, combinando UV-VIS com PCA, 

Floresta Randômica (RF) e DD-SIMCA, proporciona elevada acurácia na detecção de 

fraudes, mesmo em diferentes contextos geográficos e botânicos (Dimakopoulou-Papazoglou 

et al., 2023). 

Além disso, a espectroscopia UV-VIS demonstrou eficácia na autenticação de méis 

monoflorais de Sumbawa (Mitra et al., 2023) e marcas da Malásia (Nunes et al., 2024), 

evidenciando seu valor como ferramenta acessível e confiável. A junção com algoritmos de 

aprendizado de máquina, como redes neurais e RF, tem ampliado ainda mais a eficácia do 

método, tornando-o altamente atraente para aplicações industriais e controle de qualidade em 

larga escala (Nunes et al., 2024). 

 

3.7 Quimiometria: ferramentas e modelos para análise de produtos apícolas 

 

Diversas definições foram propostas para descrever a quimiometria. Massart et al. 

(1997) a consideram uma disciplina que utiliza ferramentas matemáticas e estatísticas para 

otimizar experimentos, extrair informações químicas relevantes e compreender sistemas 

químicos. A União Internacional de Química Pura e Aplicada (do inglês, International Union 

of Pure and Applied Chemistry, IUPAC) (2014) a define como a aplicação de métodos 

estatísticos na análise de dados químicos e no planejamento experimental. Chrétien acrescenta 

que a quimiometria está associada à gestão e ao processamento de dados químicos, enquanto 

Kowalski a define como a aplicação de estatística e matemática à química. Beebe, Pell e 

Seasholtz enfatizam seu papel na conversão de dados em informações úteis para a tomada de 

decisões (Ferreira, 2015). 

A quimiometria é, portanto, uma disciplina interdisciplinar que integra conceitos de 

química, matemática e estatística para otimizar a extração de informações de dados químicos, 

planejar experimentos e interpretar resultados de maneira eficiente. O termo "quimiometria" 
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foi introduzido pelo químico orgânico Svante Wold em 1971 e consolidado com a fundação 

da International Chemometric Society, em parceria com Bruce R. Kowalski, visando 

fortalecer a conexão entre estatística aplicada e aplicações químicas (Ferreira, 2015). 

A aplicação de técnicas quimiométricas, como Análise de Componentes Principais 

(PCA) e Análise de Agrupamento Hierárquico (HCA), permite a diferenciação de amostras e 

a detecção de padrões, viabilizando a caracterização e autenticação de produtos apícolas 

(Santos et al., 2016). 

No contexto da química analítica, a quimiometria é amplamente empregada na 

interpretação de dados obtidos por técnicas instrumentais, como as espectroscopias no 

infravermelho próximo (NIR), espectroscopia UV-Vis e métodos cromatográficos (Massart et 

al., 1997; Chrétien, 2003). Essas abordagens são especialmente relevantes na análise de 

produtos apícolas, como o mel, cuja composição química complexa exige ferramentas 

robustas para a identificação e quantificação de componentes (Pataca, 2006). 

 

3.7.1 Quimiometria na detecção de adulterações e avaliação da qualidade do mel 

 

A aplicação de técnicas quimiométricas tem se mostrado eficaz na diferenciação de 

amostras e na detecção de padrões, viabilizando a caracterização e autenticação de produtos 

apícolas. Santos et al. (2016) utilizaram PCA e Análise de Agrupamento Hierárquico (HCA) 

para a diferenciação de amostras. Anteriormente, Zuluaga et al. (2010) já haviam empregado 

PCA e Análise Discriminante Linear (LDA) para distinguir méis com base no perfil 

aromático e na origem geográfica. Mais recentemente, Tarapoulouzi et al. (2023) aplicaram 

essas técnicas para monitorar mudanças na composição do mel durante o armazenamento e o 

processamento. 

A quimiometria também desempenha um papel essencial na detecção de adulterações 

e na avaliação da qualidade do mel. Cordella et al. (2003) utilizaram Cromatografia Líquida 

de Alta Eficiência com Detecção por Pulso Amperométrico (HPAEC-PAD) associada a PCA 

para avaliar o impacto da alimentação artificial das abelhas na composição açucarada do mel. 

Se et al. (2018) combinaram espectroscopia FTIR-ATR com PCA e PLS para detectar e 

quantificar adulterantes em méis de abelhas-sem-ferrão. No mesmo ano, Ferreiro-González et 

al. (2018) demonstraram que a espectroscopia Vis-NIR, associada a PCA e PLS, pode ser 

utilizada para análises não destrutivas de adulteração em laboratórios de rotina. Em seguida, 

Anguebes-Franseschi et al. (2019) aplicaram espectroscopia Raman associada a PLS e 

Máquinas de Vetores de Suporte (SVM) para prever propriedades físico-químicas do mel, 
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contribuindo para a valorização de produtos regionais. No mesmo ano, Aliaño-González et al. 

(2019) utilizaram espectroscopia Vis-NIR com PLS-R e HCA para identificar e quantificar 

adulterantes em méis de alta qualidade. 

 

3.8 Análise exploratória dos dados 

  

O reconhecimento de padrões contribui significativamente para a extração de 

informações estruturadas a partir de dados experimentais complexos, sendo amplamente 

utilizado na química analítica para a autenticação de produtos e a identificação de 

adulterações (Oliveri et al., 2021). De acordo com Ferreira (2015), os métodos 

quimiométricos aplicados ao reconhecimento de padrões são classificados em duas 

abordagens principais. 

●​ Métodos não supervisionados, que exploram a estrutura dos dados sem 

informações prévias sobre as classes das amostras. 

●​ Métodos supervisionados, que utilizam informações prévias sobre a 

classificação das amostras para construir modelos preditivos. 

 

 3.8.1 Reconhecimento de padrões não supervisionado 

 

O reconhecimento de padrões não supervisionados é uma abordagem exploratória 

utilizada para identificar estruturas e agrupamentos em conjuntos de dados sem a necessidade 

de informações prévias sobre a identidade das amostras. Dentre os principais métodos 

empregados, destacam-se a Análise por Agrupamento Hierárquico (HCA) e a Análise por 

Componentes Principais (PCA) (Neto; Scarminio; Bruns, 1998; Ferreira, 2015). 

A quantidade de variáveis analisadas em estudos de reconhecimento de padrões é 

elevada, tornando a representação gráfica uma ferramenta essencial para a interpretação dos 

resultados. Algoritmos como HCA e PCA foram desenvolvidos para elaborar gráficos que 

capturam a maior quantidade possível de informações contidas em conjuntos de dados 

analíticos. Esses métodos permitem a visualização global do conjunto de dados, mesmo em 

casos onde há um grande número de amostras e variáveis (Ferreira, 2015). 

A HCA busca agrupar as amostras em classes com base na similaridade entre os 

participantes de uma mesma classe e nas diferenças entre os membros de classes distintas. A 
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representação gráfica resultante é chamada de dendrograma, um gráfico bidimensional que 

independe do número de variáveis do conjunto de dados (Ferreira, 2015). 

A PCA, por sua vez, tem como objetivo reduzir a dimensionalidade do conjunto de 

dados original, preservando a maior quantidade possível de informação (variância). Essa 

redução ocorre por meio da criação de novas variáveis ortogonais, denominadas Componentes 

Principais (PCs, do inglês Principal Components), que são combinações lineares das variáveis 

originais, organizadas em ordem decrescente de importância. Os gráficos gerados a partir da 

PCA representam as amostras em um sistema cartesiano onde os eixos correspondem às PCs 

(Ferreira, 2015). 

Tanto HCA quanto PCA facilitam a interpretação de conjuntos de dados complexos 

por meio de gráficos bi- ou tridimensionais. Esses gráficos apresentam informações sobre as 

inter-relações entre as variáveis, auxiliando na análise multivariada do comportamento das 

amostras. Além disso, a visualização gráfica permite a identificação rápida de agrupamentos 

naturais e a determinação dos principais parâmetros responsáveis pela formação dos grupos. 

A análise das PC's pode auxiliar no estabelecimento de uma assinatura química particular para 

cada grupo de amostras segregado após a PCA, contribuindo para a caracterização e 

autenticação de diferentes matrizes analíticas (Ferreira, 2015). 

 

3.8.2 Análise de componentes principais (PCA) 

 

A Análise de Componentes Principais (PCA) é um método estatístico multivariado 

amplamente utilizado na ciência de dados, incluindo aplicações na espectroscopia. Esse 

método foi introduzido por Karl Pearson em 1901, sendo posteriormente formalizado por 

Harold Hotelling na década de 1930, o que permitiu sua aplicação em diversas áreas, como 

psicologia e química (Ferreira, 2015).  

A PCA é utilizada para projetar dados multivariados em um espaço de menor 

dimensão, reduzindo a quantidade de variáveis originais sem comprometer as relações entre 

as amostras. Dessa forma, as informações mais relevantes são destacadas e ampliadas, 

facilitando a interpretação dos resultados. Além disso, essa técnica permite visualizar 

diferenças entre variáveis, analisar relações entre as amostras e detectar padrões atípicos. Na 

química, é amplamente empregada para análise de dados espectroscópicos, onde um grande 

número de variáveis correlacionadas pode ser reduzido sem perda significativa de informação 

(Ferreira, 2015). 
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Matematicamente, a PCA transforma as variáveis originais em um novo conjunto de 

variáveis ortogonais denominadas Componentes Principais (PCs). A primeira componente 

principal (PC1) é responsável por capturar a maior variância dos dados, enquanto a segunda 

componente (PC2) explica a maior variabilidade restante em um espaço ortogonal à PC1. As 

demais componentes seguem esse princípio, assegurando que cada uma capture a maior 

variância possível sem redundância. Essa transformação permite reduzir a dimensionalidade 

do problema sem comprometer a estrutura da informação (Ferreira, 2015). 

 

Figura 4 – Representação gráfica de dois grupos de amostras no 
espaço bidimensional definido por var1 e var2 e as respectivas 
componentes principais. 

 

 
Fonte:  Ferreira (2015, com adaptações). 

 

A Análise de Componentes Principais (PCA) possui diversas aplicações práticas, 

como no processamento de imagens de satélite na meteorologia e na análise de dados 

espectroscópicos e cromatográficos na química. A redução da dimensionalidade facilita a 

interpretação dos dados, permitindo distinguir diferentes grupos de amostras e evidenciar 

variações significativas (Ferreira, 2015). Estudos indicam que, quando aplicada à autenticação 

do mel, a PCA é capaz de identificar padrões espectrais característicos e diferenciar amostras 

com base em suas propriedades químicas e físicas. 

Cagliani et al. (2022), por exemplo, utilizaram a PCA na análise por RMN para 

detectar adulterações em mel italiano com sacarídeos, destacando a eficácia da técnica na 

distinção entre amostras adulteradas e não adulteradas. De forma semelhante, Hao et al. 

(2022) demonstraram que a combinação entre PCA, espectroscopia de impedância alternada e 

perfis de ¹H NMR permite a detecção rápida e precisa de adulterações em mel de acácia. Já 

Robert et al. (2023) aplicaram a PCA em dados de espectroscopia Raman para identificar 
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adulterações por melaço, evidenciando seu potencial como ferramenta eficaz no controle de 

qualidade do mel. 

 

3.9 Pré-processamento de dados espectrais 

 

O pré-processamento de dados espectrais é uma etapa essencial na análise 

quimiométrica, especialmente em matrizes complexas como o mel. Esse processo visa corrigir 

variações indesejadas associadas à instrumentação, às condições de medição e às 

características físico-químicas da amostra, que podem comprometer a eficácia dos modelos 

estatísticos multivariados (Ferreira, 2015). 

A matriz mel, composta por açúcares, pigmentos, minerais e compostos orgânicos, 

apresenta espectros UV-Vis sensíveis a flutuações na linha de base, dispersão de luz e efeitos 

de turbidez (Razavi Kenari, 2023). Além disso, a viscosidade e a coloração variáveis entre 

amostras podem gerar deslocamentos espectrais e intensidades não representativas da 

concentração real de analitos, o que justifica a adoção de correções e transformações 

específicas. 

 

3.9.1 Correções de ruído, linha de base e espalhamentos 

 

3.9.1.1 Correção de offset  

 

Consiste na subtração de um valor constante de todo o espectro, corrigindo desvios 

verticais globais. É uma das técnicas mais simples para alinhar os dados espectrais com base 

em um ponto de referência ou valor médio (Rinnan et al., 2009). 

 

3.9.1.2 Correção de linha de base 

 

 Tem por finalidade eliminar variações não informativas na linha de base, que podem 

ser causadas por mudanças instrumentais ou propriedades físicas das amostras. Essa correção 

pode ser feita ajustando-se uma função de linha de base que é então subtraída do espectro 

original (Ferreira, 2015). 
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3.9.1.3 Derivada de Savitzky-Golay 

 

O método Savitzky-Golay é bastante utilizado no pré-processamento de dados 

espectroscópicos, servindo para suavizar sinais e calcular derivadas, mantendo as 

características estruturais do espectro, como a largura e a altura dos picos (Savitzky; Golay, 

1964). Ele funciona como um filtro polinomial que ajusta um polinômio de grau definido via 

mínimos quadrados em uma janela móvel, aplicada a um conjunto de pontos ao redor de cada 

ponto do espectro (Rinnan et al., 2009). 

A derivada de Savitzky-Golay é particularmente útil na correção de desníveis de linha 

de base, na remoção de ruído de alta frequência e na evidência de bandas sobrepostas, sendo 

frequentemente empregada na obtenção da primeira ou segunda derivada dos dados espectrais 

(Rinnan et al., 2009). 

 

3.9.1.4 Multiplicative scatter correction (MSC) 

 

A correção por espalhamento multiplicativo ajusta os espectros em relação a um 

espectro de referência, reduzindo variações provocadas por diferentes tamanhos de partículas 

ou caminhos ópticos (Ferreira, 2015). 

 

3.9.1.5 Standard normal variate (SNV) 

 

Corrige o espalhamento multiplicativo e a variância entre os espectros ao centralizar e 

escalar cada espectro individualmente, removendo o efeito da espessura ou densidade da 

amostra (Ferreira, 2015). 

 

3.10 Seleção e divisão de conjuntos de dados 

 

A adequada divisão dos dados em conjuntos de calibração e validação é essencial para 

a construção de modelos preditivos robustos. A representatividade do conjunto de calibração 

assegura que o modelo cubra toda a variabilidade do sistema (Esbensen & Swarbrick, 2018). 
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3.10.1 Algoritmo de Kennard-Stone (KS) 

 

O algoritmo de Kennard-Stone (KS) é um método determinístico utilizado para a 

seleção amostral representativa em estudos multivariados. É frequentemente empregado na 

divisão de dados em conjuntos de calibração e validação, visando assegurar uma cobertura 

uniforme do espaço espectral (Ferreira, 2015). 

A seleção é iniciada com os dois pontos mais distantes entre si, considerando a 

distância euclidiana multivariada, e prossegue de forma iterativa, sempre escolhendo a 

próxima amostra mais distante do subconjunto já selecionado. Esse critério busca maximizar 

a diversidade espectral no conjunto de calibração, minimizando o viés na modelagem 

(Ferreira, 2015). 

 

3.11 Reconhecimento de padrões supervisionado em dados multiclasses 

 

A análise supervisionada é amplamente utilizada para a classificação de dados, 

permitindo a construção de modelos empíricos a partir de um conjunto de amostras 

previamente classificadas. Esse conjunto, denominado conjunto de treinamento, possibilita o 

desenvolvimento de regras de classificação baseadas nos padrões dessas amostras, permitindo 

a identificação de novas amostras de maneira precisa e automatizada (Ferreira, 2015). 

Estudos recentes que utilizam técnicas de reconhecimento de padrões para a 

identificação de adulteração do mel com açúcares têm demonstrado a eficácia de modelos 

supervisionados, como PLS-DA (Dranca et al., 2022; Egido et al., 2024), SVM (Ciursã et al., 

2021), LDA (Aliaño-González et al., 2019) e DD-SIMCA (Souza, Fernandes & Diniz, 2021; 

Dimakopoulou-Papazoglou et al., 2023), que frequentemente apresentam altas taxas de 

acurácia, sensibilidade e especificidade. Essas abordagens superam, em muitos casos, técnicas 

não supervisionadas como a Análise de Componentes Principais (PCA) (Robert et al., 2023; 

Nunes et al., 2023), cuja eficácia nem sempre é reportada de forma quantitativa. 

Nesse contexto, observa-se um crescimento no uso da espectroscopia UV-Vis 

combinada a métodos supervisionados, destacando-se como uma alternativa promissora para a 

triagem rápida, precisa e de baixo custo da adulteração do mel. O presente trabalho se insere 

nessa linha de pesquisa ao empregar o algoritmo iSPA-PLS-DA associado à espectroscopia 

UV-Vis, obtendo métricas preditivas ideais e alinhando-se às tendências atuais, oferecendo 

um método eficaz, simples e ambientalmente sustentável. 
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3.11.1 Análise discriminante por regressão por mínimos quadrados parciais (PLS-DA) 

 

A análise discriminante por regressão por mínimos quadrados parciais (PLS-DA) é 

uma técnica quimiométrica utilizada para a classificação de amostras com base em variáveis 

preditoras multivariadas, como dados espectroscópicos. Trata-se de uma adaptação do método 

PLS (Partial Least Squares), originalmente desenvolvido para regressão, a problemas de 

classificação (Ruiz-Perez et al., 2020). 

Segundo (Ruiz-Perez et al., (2020) no PLS-DA, a variável-resposta categórica Y é 

codificada de forma binária ou dummy (por exemplo, 0 e 1), representando as diferentes 

classes. O modelo busca encontrar componentes latentes que maximizem a covariância entre a 

matriz de preditores X e a matriz de respostas Y: 

 

Maximize Cov(t,u) = Cov(Xw,Yc) ​ ​ ​ ​ (2) 

 

em que: 

●​ t= Xw são os scores de X, 

●​ u= Yc são os scores de Y, 

●​ w e c são os vetores de pesos. 

O modelo resultante permite projetar os dados em um espaço de menor 

dimensionalidade, o que favorece a separação entre as classes, possibilitando tanto a 

visualização da estrutura dos dados quanto a predição de novas amostras (Ruiz-Perez et al., 

2020). 

Entre suas principais vantagens estão a robustez frente à colinearidade entre variáveis, 

a capacidade de lidar com conjuntos de dados de alta dimensionalidade e a facilidade de 

interpretação por meio de gráficos de scores e loadings (Ruiz-Perez et al., 2020). 

A eficácia do PLS-DA na detecção de fraudes em mel tem sido evidenciada por 

diferentes abordagens analíticas aplicadas a dados multivariados. Egido et al. (2024) 

utilizaram dados de fingerprinting por HPLC-UV para distinguir amostras de mel puro 

daquelas adulteradas com diversos tipos de xaropes, como glicose, frutose e xarope de arroz. 

O modelo PLS-DA apresentou alto desempenho classificatório, permitindo a separação clara 

entre amostras autênticas e adulteradas. De forma semelhante, Ciurșa et al. (2021) aplicaram 

espectroscopia FTIR combinada ao PLS-DA para identificar adulterações com xaropes de 

agave, milho, açúcar invertido, bordo e arroz. Mesmo em níveis reduzidos de adulteração, o 
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modelo foi capaz de discriminar com precisão as classes de amostras, reforçando o potencial 

do PLS-DA como ferramenta robusta na autenticação de alimentos complexos, como o mel. 

 

3.11.2 Análise discriminante linear (LDA) 

 

A Análise Discriminante Linear (LDA) é um método estatístico clássico utilizado para 

classificar amostras em diferentes classes com base em variáveis preditoras. Seu objetivo é 

construir uma função discriminante capaz de separar essas classes por meio de uma superfície 

de decisão, de modo que as amostras de cada grupo fiquem de lados opostos dessa fronteira 

(Ferreira, 2015).  

Essa função discriminante é uma combinação linear das variáveis originais, resultando 

em um hiperplano que separa as classes no espaço de características. Os coeficientes dessa 

combinação podem ser estimados por regressão linear múltipla (MLR), atribuindo valores +1 

e –1 às amostras de cada classe durante o treinamento (Ferreira, 2015).  

Segundo Ferreira (2015), o LDA apresenta limitações importantes, especialmente em 

conjuntos de dados instrumentais com alta dimensionalidade. As principais desvantagens 

incluem: 

●​ Aplicabilidade restrita a casos em que o número de variáveis 𝐽 é menor que o número 

de amostras 𝐼, além de ser sensível à colinearidade entre variáveis; 

●​ Suposição de separabilidade linear entre as classes, o que nem sempre se verifica na 

prática; 

●​ Dificuldade em lidar com amostras atípicas (outliers); 

●​ Baixo desempenho quando o número de classes é elevado (mais de cinco). 

Por essas razões, o LDA tem sido substituído por métodos mais robustos e apropriados 

para conjuntos de dados complexos e multivariados (Ferreira, 2015).  

Um caso da aplicação do método LDA pode ser encontrado no estudo de 

Aliano-Gonzalez et al. (2019), que desenvolveu um método de triagem baseado em 

espectroscopia Vis-NIR para identificar e quantificar adulterantes em mel de alta qualidade. 

Nesse trabalho, o LDA foi utilizado para classificar amostras de mel conforme a presença de 

diferentes adulterantes, mostrando-se eficaz na discriminação entre as classes, o que ressalta a 

utilidade do método em análise química e controle de qualidade. 
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3.11.3 Algoritmo das projeções sucessivas combinado a análise discriminante linear por 

regressão por mínimos quadrados parciais (iSPA-PLS-DA) 

 

O iSPA-PLS-DA é um método quimiométrico baseado na extensão do Algoritmo de 

Projeção Sucessiva (SPA) para a seleção de variáveis em Regressão Linear Múltipla (MLR) 

(Araújo et al., 2001). Posteriormente, essa abordagem foi estendida para a seleção de 

intervalos de variáveis em Mínimos Quadrados Parciais (PLS), originando o iSPA-PLS 

(Gomes et al., 2013). 

O algoritmo iSPA-PLS-DA, proposto por Fernandes et al. (2016), visa aprimorar a 

discriminação de classes por meio da seleção otimizada de intervalos espectrais, garantindo 

que apenas as variáveis mais relevantes e ortogonais sejam utilizadas na construção do 

modelo. 

Segundo Fernandes et al. (2016), o iSPA-PLS-DA opera em duas fases principais: 

1.​ Fase 1 – As variáveis espectrais são divididas em w intervalos não sobrepostos. 

A seguir, cada intervalo é representado pelo vetor com maior norma dentro do conjunto de 

treinamento (Xtrain​). Esses vetores são reunidos em uma matriz Wtrain​, que passa por operações 

de projeção sucessiva para gerar combinações candidatas de intervalos. 

2.​ Fase 2 – As combinações de intervalos selecionadas são utilizadas para 

construir diferentes modelos PLS-DA. A melhor combinação é aquela que resulta na menor 

taxa de erro (ER), determinada por validação cruzada. 

Matematicamente, o erro de classificação pode ser expresso como: 

 ​ ​ ​ ​ (3) 𝐸𝑅 =  𝐹𝑃 + 𝐹𝑁
𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁

onde: 

●​ FP e FN são os falsos positivos e falsos negativos, respectivamente. 

●​ TP e TN são os verdadeiros positivos e verdadeiros negativos. 

Aplicações recentes demonstram que o iSPA-PLS-DA é uma ferramenta eficaz para 

autenticação e discriminação de produtos, como na identificação de adulteração de leite de 

cabra com leite de vaca (Pereira et al., 2021) e na diferenciação de rotas etílicas e 

matérias-primas de biodiesel (Costa et al., 2023).  
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3.12 Calibração multivariada 

 

A calibração multivariada é uma ferramenta essencial na modelagem de dados 

espectroscópicos, pois permite a extração de informações químicas a partir de sinais 

complexos. Segundo Ferreira (2015), essa abordagem utiliza métodos estatísticos para 

estabelecer correlações entre as respostas espectroscópicas e as concentrações dos analitos de 

interesse. Nesse contexto, técnicas como a Regressão por Mínimos Quadrados Parciais (PLS) 

e a Regressão Linear Múltipla (MLR) são amplamente empregadas para a construção de 

modelos preditivos robustos, capazes de reduzir a redundância dos dados e melhorar a 

acurácia analítica. Além disso, a calibração multivariada se mostra particularmente eficaz em 

sistemas com alta colinearidade entre variáveis, ao permitir a extração de fatores latentes que 

representam as variações mais relevantes nos dados originais (Ferreira, 2015). 

 

3.12.1 Regressão por mínimos quadrados parciais (PLS) 

 

A regressão PLS é uma técnica amplamente utilizada na modelagem quimiométrica, 

especialmente para calibração multivariada, devido à sua capacidade de lidar com variáveis 

preditoras altamente correlacionadas e dados ruidosos. Diferentemente da regressão por 

componentes principais (Principal Component Regression - PCR), o PLS utiliza informações 

da matriz de respostas Y para determinar os fatores latentes que melhor explicam a 

variabilidade conjunta dos dados (Ferreira, 2015).  

O primeiro fator latente encontrado pelo PLS maximiza a covariância entre as 

variáveis independentes X e as variáveis dependentes Y, permitindo assim um ajuste mais 

eficiente dos modelos. Entre os principais algoritmos empregados para a decomposição da 

matriz X no PLS, destacam-se o Nonlinear Iterative Partial Least Squares (NIPALS) e a 

Decomposição de Valores Singulares (SVD) (Ferreira, 2015).  

A abordagem PLS foi desenvolvida entre 1975 e 1982 por Herman Wold e 

colaboradores, fundamentando-se na modelagem de variáveis latentes para explicar os 

processos estudados. Em comparação com os modelos de regressão tradicionais, que 

assumem variáveis independentes não correlacionadas, o PLS permite a análise e 

interpretação de um grande número de variáveis correlacionadas de forma eficiente, sendo 

extensivamente aplicado na análise de dados químicos (Ferreira, 2015).  

No contexto da autenticação e análise da qualidade do mel, o PLS tem sido 

amplamente utilizado em combinação com técnicas espectroscópicas, como a espectroscopia 
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no infravermelho próximo (NIR) e a espectroscopia no ultravioleta-visível (UV-VIS). Estudos 

demonstram que o PLS pode prever com alta acurácia os níveis de adulteração do mel, 

especialmente quando combinado com ferramentas quimiométricas, como análise de 

componentes principais (PCA) e análise discriminante linear (LDA) (Ferreiro-González et al., 

2018).  

 

3.12.2 Regressão linear múltipla (MLR) 

 

A regressão múltipla é um método estatístico amplamente utilizado para modelar a 

relação entre uma variável dependente contínua e múltiplas variáveis independentes. Trata-se 

de uma extensão da regressão linear simples, que permite a análise simultânea de diversos 

preditores para prever um resultado específico (Eberly, 2007). 

Embora o método clássico de calibração possa oferecer os melhores resultados em 

condições ideais, onde todas as substâncias apresentam espectros ativos, essa situação é pouco 

comum, na prática. Nesse caso, a regressão múltipla (MLR) é uma opção mais adequada, 

especialmente quando o número de variáveis é pequeno e a correlação entre elas não é alta 

(Ferreira, 2015). 

A regressão múltipla assume algumas condições importantes: a relação entre as 

variáveis preditoras e a variável resposta deve ser linear, os erros devem ser normalmente 

distribuídos e deve haver homoscedasticidade, ou seja, variância constante dos erros (Nimon; 

Oswald, 2013). É fundamental, também, estar atento à multicolinearidade, que ocorre quando 

há uma forte correlação entre as variáveis preditoras. Esse fenômeno pode comprometer a 

interpretação dos coeficientes do modelo, e técnicas como a análise do fator de inflação da 

variância (VIF) podem ser utilizadas para sua detecção (Liu; Jamshidian; Zhang, 2004). 

O processo de análise de regressão linear múltipla inclui etapas como a verificação da 

relação linear entre as variáveis, a seleção dos preditores mais relevantes, a avaliação da 

qualidade do ajuste do modelo e a validação dos resultados por meio de testes estatísticos 

(Eberly, 2007). A realização dessas etapas garante que o modelo construído seja robusto e 

capaz de gerar previsões confiáveis. 
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3.12.3 Algoritmo das projeções sucessivas combinado com regressão por mínimos 

quadrados parciais (iSPA-PLS) 

 

O iSPA-PLS (Successive Projections Algorithm for interval selection in Partial Least 

Squares) é uma extensão do método de projeções sucessivas (SPA) aplicada à seleção de 

variáveis, associando-o à regressão por mínimos quadrados parciais (PLS). Seu principal 

objetivo é selecionar intervalos de variáveis de um espectro para utilização em modelos PLS, 

com o intuito de melhorar a capacidade preditiva ao eliminar variáveis não informativas 

(Gomes et al., 2013). 

Conforme proposto por Gomes et al. (2013), o iSPA-PLS combina a habilidade do 

PLS em reduzir o ruído com a capacidade do SPA de descartar variáveis irrelevantes, as quais 

tendem a ser menos sensíveis ao ruído instrumental. A junção dessas características visa à 

construção de modelos mais robustos e com melhor desempenho preditivo. 

A metodologia do iSPA-PLS é composta por duas fases principais, derivadas do 

algoritmo SPA-MLR (Gomes et al., 2013): 

Fase 1 – Seleção de intervalos: o espectro é dividido em segmentos, e a variável com a 

maior norma dentro de cada intervalo é selecionada como representante. As operações de 

projeção são realizadas com essas variáveis representativas, e os índices obtidos referem-se 

aos intervalos, e não às variáveis individuais. 

Fase 2 – Construção dos modelos PLS: modelos PLS são construídos para cada 

combinação de intervalos selecionados na fase anterior. A validação cruzada é utilizada para 

determinar o número ideal de variáveis latentes (componentes) em cada modelo. A 

combinação ótima de intervalos é escolhida com base no menor valor de erro quadrático 

médio da validação cruzada (RMSECV). Ressalta-se que a utilização de todos os intervalos 

corresponde a um modelo PLS tradicional, sendo o diferencial do iSPA-PLS a seleção de um 

subconjunto mais informativo. 

Nesse contexto, a aplicação do iSPA-PLS à análise de mel por espectroscopia no 

infravermelho próximo (NIR) mostra-se metodologicamente adequada, considerando a 

necessidade de aprimoramento da capacidade preditiva de modelos de calibração, por meio de 

uma abordagem já consolidada em cenários analíticos semelhantes. 
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3.13 Avaliação da performance de modelos 

 

A validação de modelos quimiométricos depende de métricas que avaliem sua 

capacidade preditiva e discriminativa. Essas métricas são divididas em medidas de regressão e 

de classificação (Brereton, 2003). 

 

3.13.1 Métricas de regressão 

 

Durante o desenvolvimento e a validação de modelos analíticos, especialmente em 

espectroscopia, é fundamental avaliar sua performance preditiva por meio de métricas 

estatísticas que reflitam a qualidade dos resultados. Uma dessas métricas é o erro quadrático 

médio da validação cruzada (RMSECV), que fornece uma estimativa da acurácia do modelo 

ao longo do processo de calibração. Quando esse valor é baixo, indica que o modelo apresenta 

maior consistência e menor variação entre os ciclos de validação (Ferreira, 2015). 

Outra métrica amplamente utilizada é o erro quadrático médio de predição (RMSEP), 

calculado a partir do conjunto de validação, ou seja, de dados que não foram utilizados na 

construção inicial do modelo. Esse valor mostra o quanto o modelo é capaz de generalizar e 

manter seu desempenho ao ser aplicado a novas amostras (Ferreira, 2015). Associado a essas 

duas métricas, temos o coeficiente de determinação na validação cruzada (R²cv ou Rc), que 

indica a proporção da variância dos dados explicada pelo modelo. Quanto mais próximo de 1 

for esse valor, melhor é o ajuste obtido, o que sugere que as previsões estão fortemente 

relacionadas aos valores reais (Brereton, 2003). 

Além disso, o RPD (Ratio of Performance to Deviation) é uma razão entre o desvio 

padrão das amostras no conjunto de validação e o RMSEP. Trata-se de uma métrica prática 

para avaliar o desempenho de modelos quantitativos: valores de RPD acima de 2 já indicam 

um bom poder preditivo, e acima de 3 são considerados excelentes (Williams & Norris, 

2001). Outra medida complementar é o erro relativo de predição (REP), que representa o 

RMSEP dividido pela média dos valores reais, expressando o erro como uma porcentagem. 

Essa métrica permite avaliar a acurácia em termos relativos, o que é útil quando se comparam 

modelos aplicados a diferentes escalas ou unidades (Burns & Ciurczak, 2007). 

Por fim, os limites de detecção (LOD) e de quantificação (LOQ) também são 

parâmetros indispensáveis em métodos espectroscópicos. O LOD representa a menor 

concentração de analito que pode ser detectada com confiança, embora não necessariamente 

quantificada. Pode ser estimado com base na razão sinal/ruído ou a partir dos resíduos da 
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curva de calibração (Shrivastava & Gupta, 2011). A transição entre a não detecção e a 

detecção ocorre de forma gradual, e o LOD pode variar conforme o tipo de amostra e as 

condições do método. Por isso, é importante considerar todas as etapas envolvidas na análise. 

O LOD também é relevante para métodos qualitativos, pois fornece uma noção clara da 

sensibilidade do ensaio (INMETRO, 2020). 

Já o LOQ corresponde à menor quantidade de analito que pode ser determinada com 

acurácia e exatidão aceitáveis. Normalmente, esse valor se refere à menor concentração 

incluída na curva de calibração, desconsiderando o branco (ICH, 2005). Para assegurar a 

confiabilidade do LOQ, é recomendada a validação com amostras independentes no mesmo 

nível de concentração, analisadas em replicatas, geralmente seis, a fim de verificar critérios 

como recuperação, tendência e acurácia (INMETRO, 2020). A definição adequada do LOQ é 

essencial para garantir que os resultados obtidos em concentrações próximas ao limite inferior 

de quantificação sejam confiáveis e reproduzíveis, especialmente em análises quantitativas 

sensíveis. 

 

3.13.2 Métricas de classificação 

 

3.13.2.1 Acurácia, sensibilidade e especificidade 

​

​ A avaliação do desempenho dos modelos de classificação utilizados baseou-se nas 

métricas derivadas da matriz de confusão, especialmente a acurácia, a sensibilidade e a 

especificidade. Essas métricas, também conhecidas como figuras de mérito, são fundamentais 

na validação de modelos supervisionados em quimiometria (Ferreira, 2015; Brereton, 2003;). 

A partir desses dados, foram calculadas as figuras de mérito listadas abaixo: 

A acurácia (ou exatidão) expressa a proporção de classificações corretas realizadas 

pelo modelo, considerando tanto as amostras corretamente identificadas como pertencentes à 

classe modelada (verdadeiros positivos - VP), quanto aquelas corretamente excluídas 

(verdadeiros negativos - VN). É definida pela equação: 

Acurácia =   ​ ​ ​ ​ (4) 𝑉𝑃+𝑉𝑁
𝑉𝑃+𝑉𝑁+𝐹𝑃+𝐹𝑁

A sensibilidade, também chamada de taxa de verdadeiros positivos, corresponde à 

capacidade do modelo de identificar corretamente as amostras que pertencem à classe 

modelada. Sua expressão é dada por: 

Sensibilidade = ​ ​ ​ ​ (5) 𝑉𝑃
𝑉𝑃+𝐹𝑁
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Por sua vez, a especificidade (ou seletividade) mede a habilidade do modelo de 

identificar corretamente as amostras que não pertencem à classe modelada, sendo calculada 

como: 

Especificidade = ​ ​ ​ ​ (6) 𝑉𝑁
𝑉𝑁+𝐹𝑃

Essas métricas são amplamente utilizadas na literatura para avaliar o desempenho de 

classificadores aplicados a dados espectroscópicos e quimiométricos (Ferreira, 2015). 

 

3.13.2.2 Receiver operating characteristics (Curva - ROC) 

 

A análise das características operacionais do receptor (ROC) é amplamente utilizada 

para avaliar classificadores binários, relacionando sensibilidade (taxa de verdadeiros 

positivos) e especificidade (taxa de verdadeiros negativos) a partir da variação do limiar de 

decisão (Flach, 2017). No presente estudo, a curva ROC foi empregada para definir o número 

ótimo de variáveis latentes (LVs) do modelo PLS-DA por validação cruzada leave-one-out na 

matriz Xtrain, buscando o equilíbrio entre sensibilidade e especificidade. 

As variáveis de Xtrain foram agrupadas em intervalos não sobrepostos, cada qual 

contendo mais variáveis do que o número ótimo de LVs; em cada intervalo, selecionou-se 

aquela com maior norma, formando a matriz reduzida Wtrain. Na etapa seguinte, 

identificaram-se as combinações de intervalos que maximizaram a taxa de classificação 

correta (CCR), resultando no modelo final. 

Os intervalos selecionados não apenas otimizaram o desempenho estatístico, mas 

também corresponderam a bandas de absorção associadas a transições eletrônicas n→π∗, 

típicas de açúcares como glicose e frutose. Essa correspondência confirma sua relevância 

química para distinguir mel puro de adulterado, conforme relatado por estudos anteriores 

(Aliano-González et al., 2019; Razavi & Kenari, 2023). 
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4 METODOLOGIA 

 

4.1 Materiais e métodos 

 

4.1.1 Amostras e preparo das amostras 

 

Um total de 58 amostras de mel puro (ou seja, não adulterado) foi coletado nas 

mesorregiões do Agreste e da Mata, no estado da Paraíba, Brasil. Essas amostras incluem 

méis de flores silvestres provenientes de apiários localizados próximos a florestas ombrófilas, 

bem como méis oriundos de flores de jaca, caju, laranja, abacaxi, manga, coco e 

cana-de-açúcar, obtidos de apiários situados em áreas agrícolas dedicadas ao cultivo dessas 

culturas. A colheita foi realizada diretamente nos apiários sob supervisão, de modo a garantir 

a prevenção de adulterações ou contaminações. Posteriormente, as amostras foram 

armazenadas em frascos âmbar previamente higienizados e mantidas sob refrigeração até a 

análise. 

Além disso, para a preparação das amostras adulteradas e dos padrões de xarope, três 

marcas distintas de xaropes de milho e agave foram adquiridas em supermercados e lojas de 

produtos naturais nas cidades de João Pessoa (Paraíba) e Barreiras (Bahia). 

A partir dessas aquisições, foram preparadas 30 amostras de xarope de milho e 30 de 

xarope de agave. Para as adulterações, 104 amostras de mel adulterado foram produzidas, 

totalizando 222 amostras, incluindo as 58 de mel puro. 

As soluções estoque aquosas (0,06 g mL⁻¹) de mel e de seus adulterantes foram 

preparadas inicialmente em balões volumétricos de 100 mL. Em seguida, as soluções das 

misturas binárias, ternárias e quaternárias (isto é, uma amostra de mel adicionada com um, 

dois e três adulterantes simultaneamente) foram preparadas por diluição em balões 

volumétricos de 2 mL. As adulterações foram produzidas em sete níveis diferentes, variando 

de 25 mg g⁻¹ a 90 mg g⁻¹, com concentrações dos adulterantes no mel variando de 0 a 100% 

(v/v), utilizando a diluição apropriada das soluções estoque para evitar a saturação dos 

espectros UV-Vis registrados. Somente água recém-destilada e deionizada, com condutividade 

de 18 MΩ cm⁻¹ a 25 °C, foi utilizada ao longo do experimento. 
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4.1.2 Instrumentação 

 

Um espectrofotômetro Cary 50 UV-Vis, equipado com uma cubeta de quartzo com um 

caminho óptico de 1 cm e um arranjo de fotodiodos cobrindo a faixa de 190–1100 nm, com 

resolução de 1 nm, foi utilizado para registrar os espectros. Todas as medições foram 

realizadas em triplicata à temperatura ambiente (23 ± 1 °C). Somente o espectro médio de 

cada triplicata foi utilizado para a construção dos modelos quimiométricos. 

 

4.1.3 Procedimentos quimiométricos 

 

Para a construção dos modelos quimiométricos, a faixa espectral entre 325 e 800 nm 

foi selecionada para remover saturações e sinais não informativos. Em seguida, quatro 

diferentes métodos de pré-processamento foram aplicados para corrigir variações sistemáticas 

da linha de base, incluindo: 

(a) correção de deslocamento (OFF),​

(b) correção linear da linha de base (LBC),​

(c) OFF + LBC, e​

(d) suavização da primeira derivada de Savitzky-Golay, utilizando um polinômio de segunda 

ordem e uma janela de 7 pontos (SGD). 

Inicialmente, a Análise de Componentes Principais (PCA) foi empregada para realizar 

uma análise exploratória dos dados pré-processados. Em seguida, uma análise discriminante 

considerando quatro classes (mel puro, xarope de milho, xarope de agave e mel adulterado) 

foi realizada utilizando PLS-DA, SPA-LDA e iSPA-PLS-DA. 

Antes disso, o conjunto de dados foi dividido em 152 amostras de treinamento (38 de 

mel puro, 20 de xarope de milho, 20 de xarope de agave e 74 de mel adulterado) e 70 

amostras de teste (20 de mel puro, 10 de xarope de milho, 10 de xarope de agave e 30 de mel 

adulterado), utilizando o algoritmo de amostragem uniforme de Kennard-Stone (KS). As 

amostras de treinamento foram usadas para construir os modelos discriminantes, enquanto as 

amostras de teste foram utilizadas exclusivamente para a avaliação final dos dados e 

comparação dos modelos. 

A sensibilidade e a especificidade foram determinadas considerando as amostras de 

mel puro como a classe-alvo. A sensibilidade foi calculada como o número de decisões 

positivas corretas dividido pelo total de casos positivos, enquanto a especificidade 

corresponde ao número de decisões negativas corretas dividido pelo total de casos negativos. 
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A acurácia é determinada pelo número total de classificações corretas dividido pelo número 

total de amostras nos conjuntos de treinamento ou teste (Gomes et al., 2022). 

Para quantificar o teor de adulteração do mel com açúcares, o conjunto de dados de 

mel adulterado foi dividido em 74 amostras de calibração e 30 amostras de predição. As 58 

amostras de mel puro foram utilizadas exclusivamente para o cálculo do limite de detecção 

(LOD), que foi determinado pela equação: 

 

 ​​ ​ ​ ​ (7) 𝐿𝑂𝐷 =  3, 3 𝑥 σ𝑦
𝑆( )

 

onde σy sigma​ representa o desvio padrão da resposta e S corresponde ao coeficiente angular 

da curva de calibração. Modelos PLS, SPA-MLR e iSPA-PLS (divididos em 5, 10, 15 e 20 

intervalos) foram construídos e validados via validação cruzada leave-one-out. Os 

procedimentos para determinar o número ideal de variáveis latentes e selecionar variáveis 

individuais são descritos detalhadamente por Vallese et al. (2024). 

O desempenho dos modelos validados foi avaliado por meio do erro quadrático médio 

da validação cruzada (RMSECV) e do coeficiente de correlação (rcv). A capacidade preditiva 

dos modelos foi analisada com base no erro quadrático médio da predição (RMSEP), no 

coeficiente de correlação da predição (rpred), no erro relativo de predição (REP) e na razão de 

desempenho para desvio (RPD). 

Por fim, o teste da região elíptica de confiança conjunta (EJCR) foi aplicado para 

avaliar e comparar a acurácia dos modelos. Esse teste baseia-se no ajuste por mínimos 

quadrados ordinários (OLS), comparando o intercepto estimado (a) e o coeficiente angular (b) 

com os valores ideais de 0 e 1 (Gomes et al., 2022). 

Os métodos PCA e KS foram implementados utilizando rotinas desenvolvidas no 

Matlab. Todos os procedimentos quimiométricos foram realizados no software Matlab® 

2019a (Mathworks Inc.). 
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5 RESULTADOS E DISCUSSÃO 

 

5.1 Análise exploratória 

 

A Figura 5 ilustra os espectros médios de UV–Vis do mel puro (linha laranja), xarope 

de milho (linha verde), xarope de agave (linha magenta) e mel adulterado (linha roxa) após 

pré-processamento com OFF (Figura 5a), LBC (Figura 5b), OFF + LBC (Figura 5c) e SGD 

(Figura 5d). Como observado, os perfis espectrais médios do mel puro, dos adulterantes e do 

mel adulterado são bastante semelhantes quanto ao formato das bandas.  

 

Figura 5 - Espectros médios de UV-Vis do mel puro  ( ), xarope 
de milho ( ), xarope de agave ( ) e mel adulterado ( ) 
pré-processados com (a) correção de deslocamento (OFF), (b) correção 
linear da linha de base (LBC), (c) OFF + LBC e (d) suavização da 
primeira derivada de Savitzky-Golay com um polinômio de segunda 
ordem e janela de 7 pontos (SGD). 

 

 
Fonte: Elaborada pelo autor, 2025. 

 

No entanto, os espectros dos adulterantes apresentam intensidades mais elevadas na 

região do ultravioleta, especialmente para o xarope de milho. As fortes absorções nessa região 
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ocorrem principalmente devido à presença de açúcares, principalmente glicose e frutose, cujas 

estruturas químicas possuem pares de elétrons não compartilhados dos átomos de oxigênio, 

responsáveis pelas transições n→π* (Dimakopoulou-Papazoglou et al., 2023; Souza; 

Fernandes; Diniz, 2021). 

Para destacar as informações contidas nos espectros, a Figura 5d apresenta os 

espectros UV–Vis pré-processados com suavização pela primeira derivada de Savitzky-Golay. 

Nota-se que, na região do ultravioleta, a banda de absorção máxima do mel puro (linha 

laranja) é muito menos intensa do que as bandas do xarope de agave (linha magenta) e do 

xarope de milho (linha verde), respectivamente, enquanto o mel adulterado (linha roxa) inclui 

características espectrais de todos os demais. 

Além disso, as posições das bandas de absorção máxima do xarope de agave (linha 

magenta) e do xarope de milho (linha verde) estão ligeiramente deslocadas para 

comprimentos de onda maiores em comparação com o mel puro (linha laranja). 

Apesar dessas inspeções visuais favoráveis dos espectros médios, devido à presença de 

múltiplas espécies absorventes nos espectros das 222 amostras, especialmente nas 104 

amostras adulteradas com diferentes tipos e lotes de xaropes, observa-se uma sobreposição 

relativa entre as classes estudadas. Isso pode ser claramente visualizado nos gráficos de 

escores da PCA obtidos para OFF (Figura 6a), LBC (Figura 6b), OFF + LBC (Figura 6c) e 

SGD (Figura 6d). Como esperado, as amostras de xarope de milho (quadrado verde) e de 

xarope de agave (quadrado magenta) apresentam baixa dispersão intraclasse, provavelmente 

devido ao seu processo de padronização industrial. 
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Figura 6 - Gráficos de escores da PCA das amostras de mel puro (
), xarope de milho ( ), xarope de agave ( ) e mel adulterado ( ) 

utilizando espectros de UV-Vis pré-processados com (a) correção de 
deslocamento (OFF), (b) correção linear da linha de base (LBC), (c) OFF 
+ LBC e (d) suavização da primeira derivada de Savitzky-Golay com um 
polinômio de segunda ordem e janela de 7 pontos (SGD). 

 
Fonte: Elaborada pelo autor, 2025. 

 

Por outro lado, as 58 amostras de mel (quadrado laranja) são amplamente dispersas 

devido às suas diferentes origens botânicas e geográficas. No entanto, quando adulteradas 

com xarope de milho e xarope de agave (quadrado roxo), formam uma classe mais coesa, 

embora com alguma sobreposição com as amostras de mel puro e de xarope de agave. 

Somente a classe do xarope de milho (quadrado verde) é distintamente separada das demais, o 

que já havia sido observado na inspeção visual dos espectros na Figura 5. Como a PCA não 

apresentou boas tendências para o agrupamento das amostras de mel puro, foram empregados 

métodos discriminantes supervisionados para identificar tanto os adulterantes quanto as 

amostras de mel adulterado, conforme discutido na próxima seção. 

 

5.2 Análise discriminante 

 

A Tabela 1 apresenta os melhores resultados de classificação obtidos para a 

discriminação de amostras de mel puro, xarope de milho, xarope de agave e mel adulterado, 

utilizando espectroscopia UV–Vis associada aos métodos PLS-DA, SPA-LDA e iSPA-LDA. 
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Os resultados completos para esses três métodos discriminantes, utilizando todas as técnicas 

de pré-processamento, podem ser encontrados na Tabela S1, no apêndice A. 

Tabela 1 - Melhores resultados de classificação obtidos para discriminar amostras de mel 
puro, xarope de milho, xarope de agave e mel adulterado usando espectroscopia UV-Vis e 
métodos discriminantes. 

 
Conjunto de 
Treinamento Conjunto de Teste 

MP XM XA MA MP XM XA MA 

PLS-DA/OFF+LBC 
Mel Puro (MP) 38 - - - 20 - - - 

Xarope de Milho (XM) - 20 - - - 10 - - 
Xarope de Agave (XA) - - 20 - - - 10 - 

Mel Adulterado(MA) 2 - - 72 1 - - 29 
Variáveis Latentes 7  
Sensibilidade (%) 100 100 

Especificidade (%) 98,2 98,0 
Acurácia  (%) 98,7 98,6 

SPA-LDA/OFF 
Mel Puro (MP) 34 1 1 2 19 - - 1 

Xarope de Milho (XM) - 20 - - - 10 - - 
Xarope de Agave (XA) - - 20 - - - 10 - 

Mel Adulterado(MA) 4 1 6 63 - - 3 27 
Variáveis Latentesa 7  

Sensibilidade (%) 89,5 95,0 
Especificidade (%) 96,5 94,0 

Acurácia  (%) 90,1 94,3 

iSPA-PLS-DA/SGD 
Mel Puro (MP) 37 - 1 - 20 - - - 

Xarope de Milho (XM) - 20 - - - 10 - - 
Xarope de Agave (XA) - - 20 - - - 10 - 

Mel Adulterado(MA) 1 - - 73 - - - 30 
Variáveis Latentesa  6 (15/5)b  
Sensibilidade (%) 97,4 100 

Especificidade (%) 99,1 100 
Acurácia  (%) 98,7 100 

aO número de variáveis latentes em modelos baseados em PLS-DA ou variáveis selecionadas em modelos 
SPA-LDA; b O número de intervalos selecionados usados para a construção do modelo iSPA-PLS-DA é indicado 
entre parênteses (iSPA-PLS-DA (15/5) significa que 5 dos 15 intervalos foram selecionados pelo algoritmo). 

Fonte: Elaborada pelo autor, 2025. 

https://translate.google.com.br/?hl=pt-PT&tab=TT
https://translate.google.com.br/?hl=pt-PT&tab=TT
https://translate.google.com.br/?hl=pt-PT&tab=TT
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Vale ressaltar que todas as amostras de xarope de milho e xarope de agave foram 

classificadas corretamente nos conjuntos de treinamento e teste, independentemente da 

técnica de pré-processamento utilizada. De fato, enquanto o mel natural puro passa por um 

processamento mínimo realizado pelas abelhas, incluindo atividade enzimática e desidratação, 

os xaropes de milho e agave são obtidos por rigorosos processos industriais. O xarope de 

milho é produzido a partir do amido de milho por meio de hidrólise enzimática e purificação, 

enquanto o xarope de agave é obtido pela extração e processamento da seiva da planta de 

agave. 

Em termos de composição química, o xarope de milho é constituído principalmente 

por glicose e frutose em estado livre ou não ligado, enquanto o xarope de agave é composto 

principalmente por frutose, mas também contém glicose. Por outro lado, apesar de possuir 

cerca de 75% de monossacarídeos (principalmente glicose e frutose), 10%–15% de 

dissacarídeos e outros açúcares em pequenas quantidades, o mel natural puro contém menos 

frutose em comparação com os xaropes de milho e agave. Além disso, a composição de 

açúcares no mel varia dependendo das fontes florais, da origem geográfica, do clima e das 

condições de armazenamento (González-Montemayor et al., 2019). 

O modelo PLS-DA, utilizando OFF + LBC como pré-processamento, classificou 

corretamente todas as amostras de mel puro (ou seja, 100% de sensibilidade) nos conjuntos de 

treinamento e teste, empregando 7 variáveis latentes (Figura 7a). Por outro lado, 2 e 1 

amostra de mel adulterado foram classificadas erroneamente como mel puro nos conjuntos de 

treinamento e teste, respectivamente. Isso representa especificidades de 98,2% e 98,0%, e 

precisões de 98,7% e 98,6% nos conjuntos de treinamento e teste, respectivamente. 
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Figura 7 - Número de variáveis latentes selecionadas no modelo 
PLS-DA/OFF + LBC. 

 
Fonte: Elaborada pelo autor, 2025. 

 

Para ilustrar a capacidade preditiva deste modelo, a Figura 8 apresenta o gráfico de 

resposta obtido por PLS-DA/OFF + LBC para a classe de mel puro, exibindo a amostra de 

mel adulterado classificada erroneamente como mel puro no conjunto de teste. 

 

Figura 8 - Gráfico de resposta dos melhores resultados da 
classificação entre mel puro ( ), xarope de milho ( ), xarope de agave (

) e mel adulterado ( ) usando os espectros UV-Vis do modelo 
PLS-DA/OFF + LBC.  

 
Fonte: Elaborada pelo autor, 2025. 

 

No caso do SPA-LDA, todos os modelos forneceram resultados de classificação 

inferiores aos demais modelos discriminantes, independentemente do pré-processamento 

utilizado. Apesar disso, o melhor resultado foi obtido ao selecionar apenas 7 variáveis 

individuais no espectro UV-Vis pré-processado com OFF (Figura 9).  
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Figura 9 - Número de variáveis individuais selecionadas no 
modelo SPA-LDA/OFF + LBC. 

 
Fonte: Elaborada pelo autor, 2025. 

 

Esse modelo apresentou 4 e 11 classificações incorretas para as classes de mel puro e 

mel adulterado no conjunto de treinamento, respectivamente, resultando em uma sensibilidade 

de 89,5% e uma especificidade de 96,5%, com uma acurácia de 90,1%. Por outro lado, sua 

capacidade preditiva atingiu uma sensibilidade de 95,0%, especificidade de 94,0% e acurácia 

de 94,3%, com apenas 1 amostra de mel puro classificada erroneamente como adulterada e 3 

amostras adulteradas classificadas como xarope de agave, conforme visualizado na Figura 

10. 

 

Figura 10 - Gráfico de resposta dos melhores resultados da 
classificação entre mel puro ( ), xarope de milho ( ), xarope de agave (

) e mel adulterado ( ) usando os espectros UV-Vis do modelo 
SPA-LDA/OFF + LBC. 

 
Fonte: Elaborada pelo autor, 2025. 
 

 
A abordagem SPA-LDA apresentou um desempenho inferior ao PLS-DA, 

principalmente devido à proximidade entre os limiares das classes. Nesses cenários, o 
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PLS-DA oferece uma vantagem distinta, pois utiliza uma função multiobjetivo que otimiza 

simultaneamente a especificidade e a sensibilidade durante a seleção das variáveis latentes, 

em contraste com o SPA-LDA, que se baseia exclusivamente na acurácia. Essa otimização 

permite uma delimitação mais precisa das fronteiras entre as classes, contribuindo para o 

desempenho superior do modelo PLS-DA neste estudo. 

Por fim, o modelo iSPA-PLS-DA alcançou o melhor desempenho entre todos os 

modelos discriminantes ao utilizar os espectros derivados (SGD). Nesse caso, a seleção de 

intervalos pelo SPA aprimorou os resultados do PLS-DA, reduzindo o número ótimo de 

variáveis latentes para 6 e selecionando 5 dos 15 intervalos disponíveis (Figura 11).  

 

Figura 11 - Número de intervalos selecionados no modelo 
iSPA-PLS-DA/SGD. 

 
Fonte: Elaborada pelo autor, 2025. 
 

 
No conjunto de treinamento, apenas 1 amostra de mel puro foi erroneamente 

classificada como xarope de agave, e 1 amostra adulterada foi classificada como mel puro, 

resultando em uma sensibilidade de 97,4%, especificidade de 99,1% e acurácia de 98,7%. 

Além disso, todas as amostras do conjunto de teste foram corretamente classificadas em suas 

respectivas classes, atingindo 100% de sensibilidade, especificidade e acurácia, conforme 

ilustrado na Figura 12. 
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Figura 12 - Gráfico de resposta dos melhores resultados da 
classificação entre mel puro ( ), xarope de milho ( ), xarope de agave (

) e mel adulterado ( ) usando os espectros UV-Vis do modelo 
iSPA-PLS-DA/SGD. 

 
Fonte: Elaborada pelo autor, 2025. 

 

Embora o iSPA-PLS-DA tenha selecionado intervalos provenientes das mesmas 

regiões das variáveis individuais escolhidas pelo SPA-LDA, o que evidencia a robustez do 

SPA como método determinístico, o iSPA-PLS-DA se diferencia por aprimorar a robustez e a 

interpretabilidade do modelo por meio de uma abordagem de otimização. 

Entretanto, como os espectros típicos de UV-Vis apresentam bandas amplas e pouco 

definidas, a correlação entre variáveis vizinhas é elevada. Isso justifica a obtenção de 

melhores resultados por meio da seleção de intervalos mais informativos e com mínima 

multicolinearidade, eliminando, simultaneamente, variáveis redundantes (Gomes et al., 2022). 

Com relação à literatura, a Tabela 2 resume os estudos mais recentes que empregam 

técnicas de reconhecimento de padrões para identificação de adulteração no mel. É importante 

destacar que quase metade desses estudos utiliza apenas Análise de Componentes Principais 

(PCA) (Martinello et al., 2022; Cagliani; Maestri; Consonni, 2022; Hao et al., 2022; Robert; 

Birech; Kaniu, 2023; Nunes et al., 2024). Essa é uma técnica não supervisionada, adequada 

para análise exploratória, mas não para confirmação de adulteração. 
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Tabela 2 - Comparação dos trabalhos mais recentes que empregam técnicas de reconhecimento 
de padrões para identificar adulteração à base de açúcar no mel. 

Técnica Analítica Solvente 

 
Técnica 

de 
reconheci
mento de 
padrões 

 

Análise qualitativa (conjunto 
de teste) 

Referência Sensibil
idade 

Especifi
cidade 

Acuráci
a 

HPLC-UV Metanol PLS-DA 100% 100% 100% Egido, Saurina, Sentellas, & 
Núñez, 2024 

LC-HRMS Acetonitrile
/ Água PCA NF NF NF 

Martinello, Stella, Baggio, 
Biancotto, & Mutinelli, 

2022 

Espectroscopia 
Raman  

Sem 
solvente PCA NF NF NF Robert, Birech, & Kaniu, 

2023 

Espectroscopia 
NMR  

Água 
deuterada PCA NF NF NF Cagliani, Maestri, & 

Consonni, 2022 

Espectroscopia de 
impedância 

combinada com 
NMR 

Tampão de 
fosfato 

deuterado  
PCA NF NF NF Hao, Yuan, Cui, Yuan, 

Zhang, & Xuan, 2022 

DSC Sem 
solvente PLS-DA NF NF 27,5% Dranca, Ropciuc, Pauliuc, 

Oroian, 2022 

Espectroscopia 
MIR  

Sem 
solvente SVM 81,3% 94,2% 90,1% Ciursă, Pauliuc, Dranca, 

Ropciuc, & Oroian, 2021 

Espectroscopia 
Vis-NIR  

Sem 
solvente LDA 100% 100% 100% 

Aliaño-González, 
Ferreiro-González, 

Espada-Bellido, Palma, & 
Barbero, 2019 

Espectroscopia 
UV-Vis  Água PCA NF NF NF 

Nunes, Azevedo, Santos, 
Lima, Moura, & Maraschin, 

2023 

Espectroscopia 
UV-Vis  

Metanol/​
clorofórmio 

NN and 
RF NF NF NF Mitra, Karmakar, Nandi, & 

Gupta, 2023 

Espectroscopia 
UV-Vis  Água DD-SIMC

A 97,4% 93,8% 93,3% Dimakopoulou-Papazoglou 
et al., 2023 

Espectroscopia 
UV-Vis  Água DD-SIMC

A 100% 100% 100% Souza, Fernandes, & Diniz, 
2021 

Espectroscopia 
UV-Vis  Água iSPA-PLS

-DA 100% 100% 100% Este trabalho 

NF: não fornecido; HPLC-UV: cromatografia líquida de alta eficiência com detecção UV; LC-HRMS: 
cromatografia líquida de alta resolução acoplada à espectrometria de massa de alta resolução; RMN: ressonância 
magnética nuclear; DSC: calorimetria diferencial de varredura; Vis-NIR: espectroscopia visível-infravermelho 
próximo; UV-Vis: ultravioleta-visível; PCA: análise de componentes principais; PLS-DA: análise discriminante 
de mínimos quadrados parciais; iSPA-PLS-DA: Algoritmo de Projeções Sucessivas para seleção de intervalos 
em PLS-DA; SVM: máquina de vetor de suporte; LDA: análise discriminante linear; NN: rede neural; RF: 
floresta aleatória; DD-SIMCA: modelagem independente de classe baseada em dados. 

Fonte: Elaborada pelo autor, 2025. 
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Dois outros estudos, apesar de empregarem técnicas supervisionadas, como Análise 

Discriminante por Mínimos Quadrados Parciais (PLS-DA) (Dranca et al., 2022) e Redes 

Neurais (NN) e Florestas Aleatórias (RF) (Mitra et al., 2023), não apresentaram as principais 

métricas de desempenho comumente avaliadas para essa finalidade. 

Por outro lado, o presente estudo obteve uma taxa de classificação correta de 100% 

para a identificação de adulterações no mel, alinhando-se a outros trabalhos que envolvem 

Cromatografia Líquida de Alta Eficiência com Detecção UV (HPLC-UV) (Egido et al., 

2024), espectroscopia Vis-NIR (Aliano-González et al., 2019) e espectroscopia UV-Vis 

(Souza; Fernandes; Diniz, 2021). 

 

5.3 Análise quantitativa 

 

A Tabela 3 apresenta os melhores resultados obtidos pelos modelos PLS, SPA-MLR e 

iSPA-PLS para a determinação do teor de adulteração no mel, utilizando espectros UV-Vis e 

diferentes técnicas de pré-processamento. Os resultados completos para todas as técnicas de 

pré-processamento podem ser encontrados na Tabela S2 no apêndice B. 

 

Tabela 3 - Melhores resultados obtidos pelos diferentes modelos de calibração 
multivariada para a determinação do teor de adulteração no mel utilizando os espectros 
UV-Vis pré-processados com a suavização de primeira derivada de Savitzky-Golay, com 
polinômio de segunda ordem e janela de 7 pontos. 
Algoritmo 

de 
regressão 

Variáveis 
Latentes 

Variáveis 
seleciona

dasa 

RMSECV 
(mg g-1) 

rcv 
RMSEP 
(mg g-1) rpred RPD REP 

(%) LOD 

PLS 6 - 3,75 0,99 4,63 0,95 3,23 7,15 10,72 
SPA-MLR - 13 3,49 0,99 5,14 0,94 2,91 7,95 7,93 
iSPA-PLS 6 20/10 3,45 0,99 3,81 0,97 3,93 5,89 7,02 

a Número de variáveis individuais selecionadas pelo SPA-MLR e número de intervalos selecionados pelo 
iSPA-PLS (por exemplo, 20/10 significa que 10 dos 20 intervalos foram selecionados pelo algoritmo SPA). 

Fonte: Elaborada pelo autor, 2025. 

 

Independentemente do modelo de calibração multivariada, a primeira derivada com 

suavização de Savitzky-Golay, utilizando um polinômio de segunda ordem e uma janela de 7 

pontos (SGD), sempre forneceu os melhores resultados. Em todos os casos, os valores de 

RMSECV e RMSEP foram consistentemente muito baixos (>6 mg g⁻¹), enquanto os 

coeficientes de correlação para a validação cruzada e predição foram superiores a 0,94. 

Para o modelo PLS/SGD, obteve-se uma boa capacidade preditiva, atingindo um RPD 

de 3,23, REP de 7,15% e LOD de 10,72%, utilizando 6 variáveis latentes (Figura 13).  
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Figura 13 - Número ótimo de variáveis latentes selecionadas no 
modelo PLS com espectros UV-Vis pré-processados por Savitzky-Golay. 

 
Fonte: Elaborada pelo autor, 2025. 

 

Por outro lado, embora tenha apresentado um leve decréscimo no desempenho em 

comparação com o modelo PLS/SGD, o modelo SPA-MLR/SGD obteve um melhor LOD de 

7,93%, selecionando apenas 13 variáveis individuais (Figura 14). 

 

Figura 14 - Variáveis individuais selecionadas no modelo 
SPA-MLR com espectros UV-Vis pré-processados por Savitzky-Golay. 

 
Fonte: Elaborada pelo autor, 2025. 

 

Sem dúvida, o modelo iSPA-PLS/SGD demonstrou a melhor capacidade preditiva 

entre todos os modelos gerados, selecionando 10 de 20 intervalos (Figura 15). Nesse caso, os 

valores mais altos de rpred e RPD (0,97 e 3,93, respectivamente), juntamente com os menores 

valores de RMSEP, REP e LOD (3,81 mg g⁻¹, 5,89% e 7,02%, respectivamente), foram 

obtidos. Novamente, o iSPA-PLS selecionou intervalos nas mesmas regiões onde o SPA-LDA 

selecionou a maioria das variáveis individuais, demonstrando sua robustez. 
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Figura 15 - O número selecionado de intervalos no iSPA-PLS é 
mostrado em (g). 

 
Fonte: Elaborada pelo autor, 2025. 

 

Para comparação, as Figuras 16b, 16e e 16h mostram tanto as amostras de calibração 

(círculos cinza) quanto as de predição (quadrados cinza) projetadas pelos modelos PLS/SGD, 

SPA-MLR/SGD e iSPA-PLS/SGD, distribuídas aleatoriamente em ambos os lados da linha 

bissetriz. Além disso, sua boa capacidade preditiva é corroborada pelo teste EJCR, onde suas 

respectivas elipses contêm o ponto teórico ideal (Figuras 16c, 16f e 16i), indicando a 

ausência de erro sistemático. No entanto, vale destacar que o modelo iSPA-PLS/SGD 

apresentou a menor elipse de confiança, representando a melhor acurácia. 
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Figura 16(b, c, e, f, h, i) - Os respectivos gráficos de valores 
preditos versus referência são apresentados em (b, e, h), exibindo tanto 
as amostras de calibração ( ) quanto as de previsão ( ), juntamente com 
as respectivas elipses de confiança, incluindo os pontos ideais teóricos 
em (c, f, i).  

 

Fonte: Elaborada pelo autor, 2025. 

 

Portanto, o modelo iSPA-PLS/SGD pode ser definido como a melhor abordagem para 

quantificar o teor de adulteração em amostras de mel. 

Com base na literatura (ver Tabela 4), poucos estudos foram relatados empregando 

técnicas de calibração multivariada para a quantificação da adulteração do mel pela adição de 

xaropes de açúcar (Egido et al., 2024; Cagliani; Maestri; Consonni, 2022; Dranca et al., 2022; 

Aliano-González et al., 2019). 
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Tabela 4 - Comparação dos trabalhos mais recentes que empregam técnicas de calibração 
multivariada para quantificar a adulteração de mel com base em açúcar. 

Técnica 
analítica Solvente 

Técnic
a de 

regress
ão 

Análise quantitativa (conjunto de teste) 

Referência 
RMSEP r or 

R2 REP RP
D LOD 

HPLC-UV Metanol PLS NP NP 9,5-19,
7% NP NP 

Egido, Saurina, 
Sentellas, & Núñez, 

2024 

Espectrosco
pia de RMN 

Água 
deuterada OPLS NP NP NP NP NP Cagliani, Maestri, & 

Consonni, 2022 

DSC Sem 
solvente PLS 6,51 0.19 NP NP NP 

Dranca, Ropciuc, 
Pauliuc, & Oroian, 

2022 

Espectrosco
pia Vis-NIR 

Sem 
solvente PLS 3,89 NP 4,58% NP NP 

Aliaño-González, 
Ferreiro-González, 

Espada-Bellido, 
Palma, & Barbero, 

2019 

Espectrosco
pia UV-Vis Água iSPA-P

LS 
3,81 mg 

g-1 0.97 5,89% 3,93 7,02 mg 
g-1 Este trabalho 

NP: não fornecido; HPLC-UV: cromatografia líquida de alta performance com detecção UV; NMR: ressonância 
magnética nuclear; DSC: calorimetria diferencial de varredura; Vis-NIR: visível-infravermelho próximo; 
UV-Vis: ultravioleta-visível; PLS: mínimos quadrados parciais; OPLS: projeção ortogonal em estruturas latentes; 
iSPA-PLS-DA: Algoritmo de Projeções Sucessivas para seleção de intervalo em PLS; RMSEP: erro quadrático 
médio da previsão; r: coeficiente de correlação; R²: coeficiente de determinação; REP: erro relativo da previsão; 
RPD: razão desempenho para desvio; LOD: limite de detecção. 

Fonte: Elaborada pelo autor, 2025. 

 

É extremamente importante mencionar a ausência de apresentação de métricas 

fundamentais para a avaliação do desempenho dos modelos de regressão multivariada em 

todos esses estudos. Neste trabalho, destaca-se o limite de detecção (LOD) de apenas 7,02 mg 

g⁻¹. Esse valor é comparável a outros estudos relevantes que utilizam técnicas cromatográficas 

e combinadas, os quais quantificaram diferentes moléculas marcadoras para adulteração do 

mel por adição de açúcar, empregando procedimentos de calibração univariada, com LOD ou 

limite de quantificação (LOQ) entre 5% e 10% (Martinello et al., 2022; Du et al., 2015; 

Morales, Corzo, Sanz, 2008; Ruiz-Matute et al., 2007). 

Nesse contexto, o estudo de Martinello et al. (2022) merece destaque, pois identificou 

um metabólito da molécula C25H28O11 com um valor de m/z de 515,1444, apontado como um 

marcador promissor para a detecção da adulteração do mel utilizando LC-HRMS, com um 

LOQ em torno de 5%. Assim, o presente estudo apresenta alto potencial para ser empregado 

como uma estratégia simples, rápida, econômica e ecologicamente correta na determinação da 

adulteração do mel por adição de xaropes de açúcar. Além disso, está alinhado aos princípios 

da Química Analítica Branca (WAC, do inglês White Analytical Chemistry), uma extensão e 
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complemento da Química Analítica Verde (GAC, do inglês Green Analytical Chemistry), que 

integra as perspectivas de eficiência analítica (vermelho), respeito ambiental e segurança 

(verde) e viabilidade prática e econômica (azul) (Nowak; Wietecha-Posłuszny; Pawliszyn, 

2021).  
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6 CONCLUSÃO 

Embora diversos estudos na literatura utilizem uma variedade de métodos analíticos, 

incluindo técnicas espectroscópicas, térmicas, cromatográficas e hifenadas para detectar 

adulteração emergente de mel com açúcares, ainda há uma lacuna significativa na 

padronização da apresentação dos resultados, especialmente quando técnicas quimiométricas 

estão envolvidas. A ausência de métricas fundamentais de desempenho para classificação e 

calibração multivariada dificulta a comparação de métodos, o desenvolvimento de protocolos 

e o estabelecimento de legislação específica para rastreabilidade e monitoramento da 

adulteração do mel. 

Este estudo aborda essas questões ao demonstrar, pela primeira vez, a viabilidade da 

espectroscopia UV-Vis acoplada à quimiometria para detectar e quantificar a adulteração do 

mel com xaropes de milho e de agave. O método envolve uma preparação simples das 

amostras, exigindo apenas a diluição do mel puro, dos xaropes e das amostras adulteradas em 

água. Foram otimizados pré-processamentos, incluindo a suavização pela primeira derivada 

de Savitzky-Golay, e a seleção de intervalos por meio do algoritmo SPA nos modelos 

PLS-DA e PLS. O modelo iSPA-PLS-DA classificou corretamente todas as amostras de teste 

(ou seja, 100% de sensibilidade, especificidade e acurácia), selecionando 5 de 15 intervalos, 

enquanto o modelo iSPA-PLS obteve os menores valores de REP e LOD, apenas 5,89% e 

7,02 mg g⁻¹, respectivamente, selecionando 10 de 20 intervalos. Esses resultados confirmam 

que a metodologia proposta é simples, rápida, econômica e ecologicamente correta, sendo 

adequada para implementação em laboratórios de análise de rotina. O método está alinhado 

com os princípios da Química Analítica Branca e Verde, fornecendo métricas rastreáveis e 

confiáveis para análises qualitativas e quantitativas. 

No entanto, algumas limitações devem ser abordadas para possibilitar a escalabilidade 

em ambientes industriais. Embora o método seja direto e rápido, adaptações são necessárias 

para processar volumes maiores de amostras e integrar tecnologias avançadas de automação 

para ambientes de alta produtividade. Além disso, é essencial realizar uma validação rigorosa 

da transferência de calibração entre diferentes instrumentos e condições ambientais, 

garantindo robustez, reprodutibilidade e aplicabilidade ampliada. Também é importante 

destacar que o modelo atual de classificação binária não foi projetado para detectar 

adulterantes completamente desconhecidos. No entanto, ele representa um passo fundamental 

para o desenvolvimento de modelos mais abrangentes. A incorporação de adulterantes 

adicionais e o uso de estratégias multivariadas avançadas, como classificação de uma única 
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classe ou modelagem quimiométrica de ordem superior, podem aprimorar significativamente 

a robustez, versatilidade e generalização do método. 

Apesar desses desafios, a metodologia proposta representa uma alternativa promissora 

para o desenvolvimento de protocolos padronizados na análise da adulteração do mel. Ao 

abordar lacunas existentes e demonstrar uma abordagem sustentável, confiável e eficiente, 

este estudo contribui para o avanço do controle de qualidade do mel e está alinhado com os 

esforços globais para garantir a autenticidade e segurança dos alimentos. 
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APÊNDICE A - DESEMPENHO DOS MODELOS DISCRIMINANTES COM ESPECTROS UV-VIS 
 

Tabela S1 -  Resultados de classificação obtidos por PLS-DA, SPA-LDA e iSPA-PLS-DA para discriminar amostras de mel puro, xarope de 
milho, xarope de agave e mel adulterado utilizando diferentes espectros UV-Vis pré-processados. 

Pré-processamento de dados 
PLS-DA SPA-LDA iSPA-PLS-DA 

Treinamento Teste  Treinamento Teste  Treinamento Teste  
  MP XM XA MA MP XM XA MA MP XM XA MA MP XM XA MA MP XM XA MA MP XM XA MA 

Linha de Base Offset 
(OFF) 
(15/10)b 

MP 20 - - - 10 - - - 20 - - - 10 - - - 20 - - - 10 - - - 
XM - 20 - - - 10 - - - 20 - - - 10 - - - 20 - - - 10 - - 
XA 1 - 37 - - - 19 1 1 1 34 2 - - 19 1 - - 38 - - - 20 - 
MA - - 6 68 - - 1 29 6 1 4 63 3 - - 27 - - 4 70 - - 1 29 

 
Acurácia (%) (5)a 95,4 97,1 (7)a 90,1 94,3 (4)a 97,4 98,6 
Sensibilidade (%) 97,4 95,0 89,5 95,0 100 100 
Especificidade (%) 94,8 98,0 96,5 100 96,5 98,0 

Correção da linha de 
Base  (LBC) 
(20/11)b 

MP 20 - - - 10 - - - 20 - - - 10 - - - 20 - - - 10 - - - 
XM - 20 - - - 10 - - - 20 - - - 10 - - - 20 - - - 10 - - 
XA - 1 36 1 - - 19 1 2 1 33 2 - - 19 1 - - 38 - - - 20 - 
MA 1 - 3 70 2 - - 28 8 1 - 65 5 - - 25 - - 3 71 - - 1 29 

 
Acurácia (%) (7)a 96,0 95,7 (6)a 90,8 91,4 (4)a 98,0 98,6 
Sensibilidade (%) 94,7 95,0 86,8 95,0 100 100 
Especificidade (%) 97,4 100 100 100 97,4 98,0 

Linha de Base Offset 
e Correção da Linha 
de Base (OFF + LBC) 
(15/4)b 

MP 20 - - - 10 - - - 20 - - - 10 - - - 20 - - - 10 - - - 
XM - 20 - - - 10 - - - 20 - - - 10 - - - 20 - - - 10 - - 
XA - - 38 - - - 20 - - 1 36 1 - - 20 - 1 - 37 - - - 20 - 
MA - - 2 72 - - 1 29 7 1 1 65 5 - 1 24 - - 1 73 - - 1 29 

 
Acurácia (%) (7)a 98,7 98,6 (9)a 92,8 91,4 (4)a 98,7 98,6 
Sensibilidade (%) 100 100 94,8 100 97,4 100 
Especificidade (%) 98,2 98,0 99,1 98,0 99,1 98,0 

Derivada de 7 pontos 
(SGD_7) 
(15/5)b 

MP 20 - - - 10 - - - 20 - - - 10 - - - 20 - - - 10 - - - 
XM - 20 - - - 10 - - - 20 - - - 10 - - - 20 - - - 10 - - 
XA - 1 36 1 - - 19 1 3 1 33 1 - - 17 3 1 - 37 - - - 20 - 
MA - - 2 72 - - - 30 7 1 1 65 5 - - 25 - - 1 73 - - - 30 

 
Acurácia (%) (8)a 97,4 98,6 (7)a 90,8 88,6 (6)a 98,7 100 
Sensibilidade (%) 94,7 95,0 86,8 85,0 97,4 100 
Especificidade (%) 98,3 100 99,1 100 99,1 100 

aO número de variáveis latentes ou variáveis selecionadas e bo número de intervalos selecionados usados para a construção do modelo são indicados entre 
parênteses. 

Fonte: Elaborada pelo autor, 2025. 
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APÊNDICE B - RESULTADOS DA DETERMINAÇÃO DO CONTEÚDO DE ADULTERAÇÃO NO MEL 
 
Tabela S2 - Resultados obtidos por PLS, SPA-MLR e iSPA-PLS para a determinação do teor de adulteração no mel utilizando 
diferentes espectros UV-Vis pré-processados. 
Algoritmo 
de regressão 

Variáveis  
latentes 

Variáveis 
selecionadasa 

RMSECV 
(mg g-1) 

rcv 
RMSEP 
(mg g-1) rpred RPD REP (%) LOD 

Linha de base Offset (OFF) 
PLS 5 - 4,07 0,99 4,80 0,95 3,11 7,42 10,49 
SPA-MLR - 4 3,91 0,99 4,57 0,95 3,27 7,06 9,55 
iSPA-PLS 5 10/9 4,07 0,99 4,79 0,95 3,12 7,41 10,55 

Correção da linha de Base (LBC) 

PLS 7 - 4,84 0,99 5,50 0,93 2,72 8,51 10,62 
SPA-MLR - 9 5,41 0,98 5,91 0,92 2,53 9,13 17,54 
iSPA-PLS 7 5/3 4,75 0,99 5,54 0,93 2,70 8,56 10,60 

OFF+LBC          

PLS 8 - 4,69 0,99 5,77 0,92 2,59 8,92 9,75 
SPA-MLR - 10 6,27 0,98 6,10 0,91 2,45 9,43 21,05 
iSPA-PLS 8 5/3 4,44 0,99 5,55 0,93 2,69 8,58 8,27 

Suavização Savitzky-Golay de primeira derivada com um polinômio de segunda ordem e tamanho de janela de 7 pontos (SGD) 

PLS 6 - 3,75 0,99 4,63 0,95 3,23 7,15 10,72 
SPA-MLR - 13 3,49 0,99 5,14 0,94 2,91 7,95 7,93 
iSPA-PLS 6 20/10 3,45 0,99 3,81 0,97 3,93 5,89 7,02 
aNúmero de variáveis individuais selecionadas por SPA-MLR e número de intervalos selecionados por iSPA-PLS (por exemplo, 20/10 significa 10 de 20 
intervalos selecionados pelo algoritmo SPA). 
Fonte: Elaborada pelo autor, 2025. 
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APÊNDICE C - PRIMEIRA PÁGINA DO ARTIGO PUBLICADO NA REVISTA 

CHEMOMETRICS AND INTELLIGENT LABORATORY SYSTEMS 
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